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ТЕМА ДИССЕРТАЦИИ

В последние годы системы искусственного интеллекта (ИИ) достигли значительных ре-

зультатов во многих областях, включая задачи обработки естественного языка (Natural Langu-

age Processing; NLP), например, перевод [68] и генерация [62] текста, анализ тональности

(Sentiment Analysis) [11], задачи компьютерного зрения (Computer Vision; CV), например,

классификация изображений [40], обнаружение объектов [23], генерация изображений [18],

перенос стиля [15] и другие. Общей чертой этих задач является использование одной мо-

дальности. Где под модальностью понимается формат (тип представления), в котором

хранится информация, т.е. тексты для NLP и изображения для CV.

Достигнув таких результатов, интерес в исследованиях стал смещаться в сторону комби-

нирования модальностей, в результате чего возникли новые интересные и сложные задачи.

Такие задачи называются мультимодальными. Наиболее распространенными задачами яв-

ляются те, которые сочетают в себе две модальности, например, текст и изображение (описа-

ние изображений (Image Captioning) [69], ответы на вопросы по изображению (Visual Question

Answering; VQA) [1], навигация по изображениям и командам (Vision-Language Navigation;

VLN) [4], диалог по изображению (Visual Dialog) [10], рассуждение по изображению на осно-

ве здравого смысла (Visual Commonsense Reasoning) [75]), видео и текст (генерация субтит-

ров (Video Captioning) [76], ответы на вопросы по видеороликам (Video Question Answering)

[70]), звук и изображение (аудио-визуальная навигация (Audio-Visual Navigation) [9]) и дру-

гие. Существуют задачи, сочетающие более двух модальностей, например, изображение, се-

мантическую маску и карту глубины (распознавание места и локализация (Recognition and

Localization) [22]).

Исследования, проводимые в рамках данной диссертационной работы, сконцентрирова-

ны в основном на задачах, сочетающих модальности текста и изображения. Такое сочета-

ние не случайно, если рассматривать конкретный тип ИИ системы � интеллектуального

воплощенного агента, в основе которого лежит идея о том, что �интеллект возникает при

взаимодействии агента с окружающей средой и в результате сенсомоторной деятельности�

[43]. Основное применение таких систем � помощь и взаимодействие с пользователем. Эти

задачи привлекают исследовательское сообщество, в частности, большое внимание уделя-

ется соревнованиям, например, в рамках семинара Embodied AI1 проводятся соревнования
1
https://embodied-ai.org/

3



ALFRED2 [65] и TEACh3 [55]. Для выполнения задач в рамках соревнований система должна

получать информацию об окружающей среде (изображение) и взаимодействовать с пользова-

телем с помощью удобного интерфейса (естественный язык, текст). Возможными задачами,

которые могут быть поставлены перед такой системой, являются уточнение информации об

окружающей среде (VQA [1]), в том числе с целью обеспечения помощи слабовидящим лю-

дям [20, 19], это уточнение может быть выражено диалогом (диалог по изображению [10],

навигация по изображениям и командам (VLN [4]) и другие.

Для успешного выполнения этих задач интеллектуальный агент должен представлять

информацию, полученную из внешней среды, в удобном для обработки виде. Задачи, рас-

сматриваемые в рамках данной диссертационной работы, выполняются в фиксированном

состоянии среды; мы будем называть такое фиксированное состояние среды сценой. Фор-

мат, в котором агент представляет сцену, мы будем называть представлением сцены.

В зависимости от задачи используются разные представления сцен. Например, для задачи

навигации могут быть использованы следующие представления: 3D-облака точек, карта глу-

бины, семантическая маска или просто изображение. Более того, в некоторых задачах явное

представление сцен не используется, например, в VQA наиболее популярным решением на

данный момент является использование трансформенных архитектур [42, 66], для которых

можно выбрать входное представление сцены, но не внутреннее.

В общем случае системы на основе искусственных нейронных сетей представляют сцену в

виде вектора признаков (эмбеддинга; embedding), который передается от одного слоя сети к

другому. Такие системы в настоящее время демонстрируют наилучшие результаты во многих

задачах. Тем не менее, встроенное представление сцены имеет недостатки, во-первых, невоз-

можно или затруднительно получить описание сцены как совокупности объектов, во-вторых,

процесс решения задачи с использованием такого представления сложен для интерпретации,

что, в-третьих, приводит к сложности отладки системы.

Этих недостатков лишены символьные представления сцены. Такие представления хо-

рошо интерпретируются и позволяют оценить процесс решения задачи. С другой стороны,

символьные представления плохо переносятся из одной области в другую, требуя предвари-

тельного определения всех элементов, входящих в сцену. Еще одним важным недостатком

является проблема привязки символов (the symbol grounding problem) [21]: как символьное
2
https://askforalfred.com/EAI22/

3
https://teachingalfred.github.io/EAI22/
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представление соответствует элементам среды, т.е. отсутствует внутренняя интерпретация

символов системы.

Возможным решением проблемы привязки символов является нейросимвольная интегра-

ция [7], которая сочетает в себе преимущества искусственных нейронных сетей и символь-

ных подходов. Основная идея такого сочетания состоит в том, чтобы сохранить преимуще-

ства обоих подходов и компенсировать недостатки. Нейросимвольный подход используется

во многих задачах и набирает популярность среди исследователей [14, 71, 72, 49, 12, 51].

Таким образом, разработка методов и алгоритмов нейросимвольного представления сцены в

мультимодальных задачах является актуальной задачей.

В данной диссертационной работе предлагается использовать комбинацию подходов к

представлению знаний агента на высоком и низком уровнях абстракции для достижения

нейросимвольной интеграции при описании сцены.

На высоком уровне абстракции мы предлагаем использовать семиотический подход [54],

позволяющий структурировать знания агента. Предлагается использовать часть знаковой

картины мира (ЗКМ) [53, 52, 58], которая отвечает за хранение декларативной информации,

как специфическую реализацию семиотического подхода. ЗКМ представляет собой знания

агента о внешней среде, о ее характеристиках, целях, мотивах, о других предметах и об опе-

рациях, осуществляемых на основе этих знания. Основным элементом ЗКМ является знак –

четырехкомпонентная структура. Компонентами знака являются имя, образ, значение и лич-

ностный смысл. Каждый компонент служит для описания определенной стороны сущности.

Образ служит для различения объектов. Значение представляет собой знание об объекте,

доступное всей группе агентов. Личностный смысл кодирует опыт конкретного агента. Имя

выполняет номинативную функцию. В этой диссертационной работе мы в основном исполь-

зуем компоненты имени и образа знака для представления сцены. Также используется ком-

понента значения в её рациональной интерпретации, т. е. система категорий, так как связи

между именами определяются этой компонентой.

Такие высшие когнитивные функции, как целеполагание [53], планирование [56, 58] и рас-

пределение ролей [32], уже моделировались в рамках ЗКМ. Однако методы представления

сцены для мультимодальных задач и алгоритмы работы с ними еще не рассматривались. Ос-

новные преимущества ЗКМ заключаются в том, что, во-первых, она позволяет представить

сцену в структурированной иерархической форме, а во-вторых, она позволяет привязать

нижние уровни иерархии к сенсорным входам агента через каузальные матрицы.
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На низком уровне абстракции мы предлагаем использовать векторно-символьные архи-

тектуры (Vector Symbolic Architectures; VSA) [26], которые работают с векторами большой

размерности для представления сцен. Векторы большой размерности рассматриваются как

символы, что позволяет свести операции над символами к операциям над векторами. Таким

образом, VSA облегчает нейросимвольную интеграцию при условии, что векторы высокой

размерности либо получаются с использованием нейросетевых подходов, либо сами являются

входами для искусственной нейронной сети.

В результате исследований, проведенных в рамках диссертационной работы, разработа-

ны нейросимвольные методы представления сцен, аппарат нейросимвольной интеграции на

основе ЗКМ и VSA. Так же была предложена векторная семиотическая модель, использу-

ющая разработанное нейросимвольное представление сцены в таких задачах, как ответ на

вопрос по изображению (VQA) и диалог по изображению (Visual Dialog). Были проведены

эксперименты по использованию нейросимвольного представления сцены в мультимодаль-

ных задачах.

Объектом исследования является область искусственного интеллекта, а точнее представ-

ление знаний. Предметом исследования является нейросимвольное представление сцен в

мультимодальных задачах.

Цели и задачи исследования

Основной целью диссертационного исследования является разработка методов и алгоритмов

нейросимвольного представления сцены в мультимодальных задачах. Для достижения цели

формулируются следующие задачи:

1. разработка методов и алгоритмов представления сцен в знаковой картине мира и про-

странственных рассуждений, на основе этих представлений,

2. проведение нейросимвольной интеграции для представления сцен для мультимодаль-

ных задач в знаковой картине мира с использованием векторных символьных архитек-

тур,

3. разработка методов и алгоритмов решения мультимодальных задач на основе нейро-

символьного представления сцены,

4. проведение экспериментов по апробации методов и алгоритмов нейросимвольного пред-

ставления сцен в мультимодальных задачах.
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Степень разработанности темы исследования

В настоящее время для решения мультимодальных задач и представления сцен в основном

используются нейросетевые методы. Сцены (изображения) представляются в виде векторов

признаков (представлений, эмбеддингов). Такие векторы получаются либо с выхода свер-

точной нейронной сети [47, 45, 77, 63, 8], либо в результате работы механизма внимания

[3, 27, 74], либо с выхода трансформенной модели [44, 42, 67, 66]. Эти представления обычно

используются для предсказания ответа и не поддаются интерпретации.

Несмотря на это, существуют работы, развивающие нейросимвольный подход [5, 72, 49,

60, 12]. Они направленны не только на решение задачи, но и на получение интерпретируе-

мого представления сцены и процесса ответа на вопрос. Например, в статье [72] сцена пред-

ставлена в виде таблицы объектов с описанием их свойств. Предсказание ответа сводится к

фильтрации или сравнению значений соответствующих ячеек

Представляют интерес статьи о векторных символьных архитектурах, которые исполь-

зуют многомерные векторы для представления сцен. В статье [50] предлагается модель для

VQA. В статьях [73, 33] решаются задачи, близкие по смыслу к VQA.

В работе [50] авторы использовали простой синтезированный набор данных с 2D-сценами.

Каждая сцена содержит две геометрические фигуры четырех разных форм и цветов. Гео-

метрические фигуры могут находиться на изображении в четырех различных положениях.

Набор данных содержит все возможные комбинации позиций и форм (всего 3072 изображе-

ния). Авторы использовали полносвязную искусственную нейронную сеть с двумя слоями,

для предсказания VSA описание изображения запроса. В проведенных экспериментах ис-

пользовалось пять шаблонов вопросов. Модель показывает удовлетворительные результаты,

но простота тестовой среды затрудняет обобщение этих результатов на более сложные зада-

чи.

В статье [33] VSA используется для представления стимулов, то есть групп узоров и

цветов, в лабиринте, в котором обучаются медоносные пчелы. Предложенное кодирование

эпизода (сцены) подходит для мультимодальных задач, так как учитывает объекты и их

отношения.

В статье [73] авторы используют операции VSA для получения HD-представлений изоб-

ражений из набора данных CIFAR-10 [39]. HD-представления извлекаются из скрытого слоя

автоэнкодера, преобразуются в двоичную форму с помощью пороговой функции и переда-
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ются клеточному автомату. Эволюция клеточного автомата рассчитывается по выбранно-

му правилу. Объединение нескольких состояний автомата служит HD-вектором. Логические

рассуждения выполняются серией VSA операций.

Векторные символьные архитектуры (vector symbolic architectures; VSA), также извест-

ные как гиперпространственные вычисления (hyperdimensional computing) [26], представля-

ют собой семейство методов представления понятий и управления ими в пространстве вы-

сокой размерности. Векторы высокой фиксированной размерности являются основой для

представления информации в векторных символьных архитектурах. Эти векторы называ-

ются многомерными векторами или HD-векторами. В VSA используется распределенное

представление для кодирования информации. Распределенное представление отличается от

локалистского представления, которое обычно используются для вычислений, тем, что ника-

кое подмножество координат вектора не может быть интерпретировано. Другими словами,

конкретная координата HD-вектора не поддается интерпретации, только весь многомерный

вектор несет информацию о понятии как полном представлении.

Кодирование понятия (символа) с использованием HD-вектора осуществляется путем из-

влечения случайного вектора из пространства высокой размерности. Такие векторы назы-

ваются атомарными HD-векторами и хранятся в памяти элементов. Векторы более сложной

структуры строятся из атомарных векторов с помощью векторных операций. Для простоты

дальнейшее описание будет приводится для случая биполярных векторов (HS 2 {�1,+1}[d⇥1]).

Важным свойством пространств высокой размерности является то, что с чрезвычайно боль-

шой вероятностью все случайные HD-векторы квазиортогональны.

Для работы с атомарными HD-векторами VSA определяет специальные операции и меру

сходства для HD-векторов. Для биполярных векторов используется косинусное расстояние.

Три ключевые операции для вычислений с HD-векторами � это умножение (binding), сло-

жение (bundling) и перестановка.

Операция умножения используется для связывания двух HD векторов. Результатом умно-

жения является другой HD вектор. Для биполярных векторов умножение реализуется с по-

мощью покомпонентного умножения (произведение Адамара). Важным свойством операции

умножения является то, что результирующий HD-вектор отличается от умножаемых HD-

векторов, т. е. косинусное расстояние приблизительно равно 0. Умножение можно интерпре-

тировать как присвоение значения признаку.

Если необходимо получить квазиортогональный вектор без умножения на другой век-
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тор, т.е. в операции должен использоваться только один вектор, применяется перестановка

координат HD вектора. Удобно использовать фиксированную перестановку (например, вра-

щение), чтобы связать позицию символа в последовательности с HD-вектором, представля-

ющим символ в этой позиции.

Последняя операция, сложение, реализуется покомпонентным сложением с порогом. Если

результат суммирования превышает порог, он заменяется пороговым значением. Операция

сложения объединяет несколько HD-векторов в один HD-вектор. В отличие от умножения и

перестановки результирующий HD-вектор подобен всем связанным HD-векторам, т. е. коси-

нусное расстояние между ними больше 0. С помощью сложения можно представлять мно-

жество объектов (символов). В сочетании с умножением каждого вектора в множестве с

соответствующей копией вектора позиции, сдвинутой (повернутой) на определенное число

координат, можно получить упорядоченный множество символов.

Для построения VSA можно использовать не только биполярные векторы. Существуеь

большое количество вариантов VSA: Holographic Reduced Representation/HRR [59], Multiply-

Add-Permute (MAP) [16], Binary Spatter Codes [25], Sparse Binary Distributed Representations

(SBDR) [61], Sparse Block-Codes [41]. Все эти варианты предназначены для определенного

вычислительного оборудования, но имеют схожие вычислительные свойства.

Знаковая картина мира [53, 57] представляет собой подход для моделирования когни-

тивных задач. ЗКМ основана на понятии знака, представляющего знание агента о среде,

в которой он действует, о других агентах, с которыми он взаимодействует, и о самом се-

бе. Знаки организованы в иерархическую семантическую сеть, называемую семиотической

сетью. Концептуально знак представляет собой четырехкомпонентную структуру. Четыре

компонента � это образ, значение, личностный смысл и имя. Они представляют различные

аспекты знаний агента; личностный смысл представляет опыт агента; значение представля-

ет общедоступную информацию; образ используется для различения знаков; имя выполняет

номинативную функцию. Компоненты знака образуют семантические сети, основанные на

значениях, личностных смыслах, образах и именах.

В зависимости от решаемой задачи один компонент знака может играть более или менее

значимую роль, чем другие. Например, при решении задач планирования [2, 30, 31], задач

распределения ролей в группе агентов [32] или целеполагания [57] на первый план выходят

компоненты значения и личностного смысла, так как необходимо учитывать опыт агентов

и правила среда. В задаче рассуждения [30, 35] главную роль играют значение и образ.
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В контексте задачи привязки символов решающую роль играет образная составляющая,

реализующая функцию распознавания и позволяющая ассоциировать знаки с выходными

сигналами датчиков агента.

ОСНОВНЫЕ РЕЗУЛЬТАТЫ

Основные положения, выносимые на защиту

1. Разработано представление сцен для задачи пространственного рассужде-

ния в знаковой картине мира. В статье [30] предлагаются представление сцены и

алгоритм для случая определения взаимного положения агента и объекта. В работе [35]

рассматривается общий случай представления сцены как перечисления объектов сцены

и отношений между объектами. Также предлагаются ментальные действия (обобщение,

конкретизация, абстракция и др.), с помощью которых осуществляется рассуждение в

знаковой картине мира.

2. Предложен метод нейросимвольного представления сцены для мультимо-

дальных задач. В статье [36] предложено и в работе [38] развито представление сце-

ны в виде вектора высокой размерности на основе семантического описания сцены,

полученного с помощью знаковой картины мира.

3. Разработаны алгоритмы, реализующие ментальные действия с помощью VSA

операций для определения свойств и отношений объектов по нейросимволь-

ному представлению сцены. В статье [38] разработаны алгоритмы выполняющие

ментальные действия [35], основанные на VSA операциях. Эти алгоритмы используется

для решения мультимодальных задач и позволяют извлекать информацию (свойства,

отношения) из нейросимвольного представления сцены.

4. Разработана новая модель для решения мультимодальных задач. В статье

[38] разработана новая модель для решения мультимодальных задач, основанная на

нейросимвольном представлении сцены. Модель представляет изображение сцены в

виде вектора большой размерности и выполняет над ним мысленные действия в ви-

де VSA операций для получения ответа. В работе [38] предложенная модель исполь-

зовалась для задачи VQA, эксперименты проводились на наборе данных CLEVR [24].
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Предлагаемая архитектура демонстрирует качество, сравнимое с современными моде-

лями [72]. Предложенная модель также была апробирована на задаче VQA в человеко-

ориентированных средах [28]. В статье [37] предложенная модель адаптирована для

мультимодальной задачи диалога по изображению [10].

5. Предложено нейросимвольное представление сцены для задачи распознава-

ния места. В статье [29] используется нейросимвольное представление сцены в двух-

этапной модели TSVLoc для задачи распознавания места. Модель сочетает в себе два

типа представлений: 1) представления, полученные с помощью одного из традиционных

методов (HF-Net, NetVLAD и др.); 2) семантическое нейросимвольное представление,

полученное из семантической маски сцены и карты глубины средствами VSA. Экспери-

менты показали, что модель TSVLoc4 значительно улучшает качество существующих,

основанных на популярных моделях нейронных сетей HF-Net [64], NetVLAD [6] и Patch-

NetVLAD [22] для наборов данных HPointLoc и Oxford RobotCar [46].

Личный вклад в положения, выносимые на защиту

1. Было разработано представление сцен для задачи пространственного рас-

суждения в знаковой картине мира. В статье [30] мною был разработан метод

представления сцены и пространственного рассуждения в знаковой картине мира. В

статье [35] было предложено представление сцены и алгоритм рассуждений на основе

ментальных действий. Также мною был формализован процесс рассуждений и внесен

вклад в разработку знаковой картины мира.

2. Предложен метод нейросимвольного представления сцены для мультимо-

дальных задач. В статье [36] предложена первая модификация представления сцены

на модельном примере. В статье [38] предложен окончательный вариант.

3. Разработаны алгоритмы, реализующие ментальные действия с помощью VSA,

для определения свойств и отношений объектов по нейросимвольному пред-

ставлению сцены. Алгоритмы были разработаны мной и реализованы в виде про-

граммных модулей. Эти модули использовались в статьях [38, 28, 37] для предсказания

ответов на вопросы по изображению.
4
https://github.com/cds-mipt/HPointLoc
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4. Разработана новая модель решения мультимодальных задач. Общая архитек-

тура была разработана мной и предложена в статье [38]. В работах [28, 37] использова-

лись вариации этой архитектуры. Я принимал участие в экспериментах, проведенных

в статье [38] на наборе данных CLEVR [24], в статье [37] на наборе данных Visual Dialog

[10] и в статье [28] на наборе данных HISNav VQA (ответ на вопросы по изображению

в человеко-ориентированных средах).

5. Предложено нейросимвольное представление сцены для распознавания ме-

ста. Нейросимвольное представление сцены [29] основано на векторных символьных

архитектурах и используется для распознавания места. Я также участвовал в разра-

ботке общей архитектуры TSVLoc.
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технологий, направленные на преодоление больших вызовов”.

СОДЕРЖАНИЕ РАБОТЫ

Во введении обосновывается актуальность исследования, проведенного в рамках данной

диссертационной работы, приводиться степень разработанности темы исследования, форму-

лируем цель и задачи, утверждаются основные результаты и личный вклад автора.

В второй главе, в качестве примера мультимодальных задач, приводятся необходимые

минимальные знания о задаче ответа на вопрос по изображению и анализ источников ошибок

в системах VQA. Также приводятся необходимые для понимания следующих глав знания о

знаковой картине мира и векторных символьных архитектурах.

В третьей главе рассматриваются два случая представления сцены и пространствен-

ного рассуждения в знаковой картине мира. В первом случае целью является определение

положения объекта по направлению к агенту. Для решения этой задачи строятся фокусы вни-

мания агента и объекта в виде множества ячеек, соответствующих потенциальным направ-

лениям. Каждой ячейке сопоставляется знак, а каузальной сети значений, т. е. существует

соответствие между потенциальными направлениями и знаками. Затем к фокусам внимания

применяются операция пересечения и специальные процедуры (ментальные действия) для

исключения ячеек, с более узким значением в каузальной сети значений.

Во втором случае рассматривается более общая задача, в которой ситуация описывается

перечислением объектов на сцене и отношений между этими объектами. Такая формули-

ровка позволяет системе отвечать на более широкий класс вопросов, которые можно сфор-

мулировать как конъюнкцию предикатов. Для ответа на заданный вопрос агент применяет

последовательность ментальных действий, например, обобщение, конкретизацию и т. д., и по-

полняет текущее представление сцены, добавляя новые отношения в результате активации

соответствующих знаков на семиотической сети.

В четвертой главе предлагается нейросимвольное представление сцены для мультимо-

дальных задачах в виде комбинации знаковой картины мира и векторой символьной архи-

тектуры (рис. 1). В качестве примера мультимодальной задачи используется VQA.

Нейросимвольное представление сцены конструируется в два этапа. На первом этапе ис-

пользуются искусственные нейронные сети для обнаружения объектов на сцене и извлечения

информации об их свойствах. Затем эта информация используется для построения структу-
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Рис. 1: Общая архитектура получения нейросимвольного представления сцены

рированного представления сцены в терминах каузальных матриц на основе представления

сцены в ЗКМ.

На втором этапе VSA операции используются для кодирования структурированного пред-

ставления сцены в виде HD-вектора сцены, который используется в последующей задаче. Та-

ким образом, возникает необходимость кодировать каузальные матрицы и отношения между

ними в HD-вектор. Для этого сначала каждая каузальная матрицу представляется в виде

множества соответствующих столбцов с помощью операции сложения, а затем дуга между

матрицами представляется перемножением HD-вектора матрицы, в которую дуга входит, на

HD-вектор столбца матрицы, из которой она выходит. В качестве векторной символьной ар-

хитектуры использовалась реализация Multiply-Add-Permute [17] с биполярным векторным

пространством.

Для использования нейросимвольного представления в задаче VQA была предложена

векторная семиотическая модель (рис. 2), которая преобразует входное изображение в HD-

вектор zscene, представляет соответствующий вопрос в виде программы, т. е. последователь-

ности ментальных действий, представленных VSA операциями и выполните эту программу

на векторе HD zscene в модуле VSA Reasoner. Для апробации подхода были проведены экс-

перименты на наборе данных CLEVR [24], результаты представлены в таблице 1. Как видно

из таблицы 1, предложенная модель достигает результатов, сравнимых с лучшими современ-

ными моделями.

В пятой главе предложенные нейросимвольное представление сцены и векторная се-

миотическая модель применяются к задаче VQA в средах, ориентированных на человека.
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Рис. 2: Архитектура предлагаемой векторной семиотической модели для VQA.

В экспериментах использовался набор данных HISNav VQA на основе изображений из вир-

туальной среды Habitat [48]. К изображениям ставились вопросы двух типов: вопросы, за-

данные человеком, собранные на краудсорсинговом сервисе Яндекс.Толока, и синтетические

вопросы, сгенерированные с использованием семи шаблонов. Основные различия между на-

бором данных HISNav VQA и набором данных CLEVR [24] в том, что первый ориентирован

на вопросы о положении объектов и отношениях между объектами. В наборе данных HISNav

VQA решены проблема �бестелесности�, так как берутся изображения с камеры робота, и

�неситуативности�, поскольку сцены повторяют среду, в которой должен работать робот.

По сравнению с моделью для набора данных CLEVR [24], в качестве VSA мы исполь-

зовали вариант Semantic Pointer Architecture (SPA) [13] – Spatial Semantic Pointers [34] �

для представления каузальных матриц и эффективной работы с непрерывными значения-

ми, такими как координаты. Предлагаемая модель достигает почти идеального результата

0,98 (доля верных ответов) на синтетических вопросах, но более скромно работает на во-

просах, задаваемых человеком, 0,20 (по сравнению с 0,43 у базовой модели искусственной

нейронной сети) из-за неструктурированного характера вопросов и высокой вариативности

формулировок.

В шестой главе предложенные нейросимвольное представление сцены и векторная се-

миотическая модель применяются к задаче диалога по изображению (Visual Dialog) [10].

Важнейшей особенностью этой задачи является то, что набор данных был собран во время
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Модель Count Exist CompN CompA Query Overall

Ours 99.2 99.8 98.9 99.6 99.5 99.4

NS-VQA[72] 99.7 99.9 99.9 99.8 99.8 99.8

NS-CL[49] 98.2 98.8 99.0 99.1 99.3 98.9

RN[63] 90.1 97.8 93.6 97.1 97.9 95.5

multiRN[8] 94.9 99.2 97.2 98.3 98.7 97.7

Таблица 1: Для оценки качества модели используется доля верных ответов (accuracy). Пред-

ложенная модель достигает результатов, сравнимых с современными решениями. “CompN”и

“CompA”обозначения для “Compare number”и “Compare attribute”, соответственно.

взаимодействия двух агентов (работников Amazon Mechanical Turk) друг с другом. Один

агент (ответчик) видел изображение и его описание. Задача ответчика отвечать на вопросы,

задаваемые другим агентом (интервьюером), который не видел изображение, но видел его

описание. Таким образом, интервьюер решает задачу уточнения описания представленной на

изображении сцены. Собранные данные в явном виде используются в ситуации, когда ответ-

чик обменивается данными с интеллектуальной системой и его просят ответить на последний

вопрос об изображении в диалоге с учетом истории этого диалога.

Очевидно, что в задаче Visual Dialog, задаваемый вопрос опирается на историю диалога.

Таким образом, чтобы успешно предсказать ответ, модель должна его учитывать историю

диалога. В предлагаемом подходе используется разрешение кореферентности для обработки

истории диалогов, что позволяет не учитывать историю в явном виде. Разрешение корефе-

рентности направлено на решение проблемы поиска всех выражений, соответствующих од-

ному и тому же объекту в тексте. Мы заменяем местоимения, которые относятся к объектам,

упомянутым в предыдущих вопросах, соответствующими существительными. Это позволяет

анализировать вопросы, не полагаясь на историю в большей степени, чем используя ее для

разрешения кореферентности.

Вопросы, задаваемые в диалогах в Visual Dialog, не стандартизированы (например, по

сравнению с CLEVR [24] или синтетическими вопросами HISNav VQA). Таким образом, нет

простого способа преобразовать вопрос в последовательность процедур (ментальных дей-

ствий), которые при выполнении на представлении сцены дадут ответ. Поэтому, для апро-
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бации предлагаемого подхода, были оставлены только вопросы двух типов: вопросы о суще-

ствовании (Есть ли предмет?) и вопросы на подсчет (Сколько предметов?). Предлагаемый

подход достигает доли верных ответов в 51,3%, где доля верных ответов для вопросов подсче-

та составляет 31,0%, а доля верных ответов для вопросов существования составляет 73,9%.

В седьмой главе демонстрируется как нейросимвольное представление сцены улучшает

результаты распознавания места в задаче локализации. Была предложена двухэтапная мо-

дель TSVLoc (рис. 3). На первом этапе глобальное представление (эмбеддинг) извлекается

одним из традиционных методов, например, HF-Net [64], NetVLAD [6] или Patch-NetVLAD

[22]. Затем запрашивается база данных изображений и производится ранжирование изобра-

жений по близости глобальных представлений. На втором этапе семантический HD-вектор

изображения-запроса строится на основе маски семантической сегментации. Затем запраши-

вается базу данных изображений и получаем рейтинг изображений на основе семантических

векторов. После этого текущие баллы рейтинга вместе с баллами первого этапа передаются

в модуль переранжирования для получения изображения топ-1 ранга.
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Рис. 3: Архитектура модели TSVLoc.

Для формирования семантического HD-вектора используется карта глубины и семан-

тическая маска кадра-запроса. HD-вектор объекта o получается следующим образом: для

каждого класса C на изображении генерируется HD-вектор c, затем он умножается на век-

тор глубины dc центра масс экземпляра класса. После этого каждая пара векторов объетов,
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имеющих общую границу, умножается вместе с вспомогательным вектором r (отношение

�ближний�) и суммируется.

Для оценки качества локализации предлагаемого метода использовалась метрика полно-

ты (Recall; R) с разными порогами. Полнота рассчитывается как доля изображений запроса,

ошибки переноса которых не превышают заданных порогов ✏t 2 {0.5m, 1m, 5m, 10m}. Та-

кие пороги были выбраны для оценки качества решения глобальной задачи локализации

внутри помещений в различных пространственных масштабах. При проведении эксперимен-

тов положение камеры после извлечения изображений не оптимизировалось, поэтому и не

учитывалась ошибка вращения.

Построение семантического представления сцены для задачи распознавания мест, фор-

мировалось начиная с простейшего представления сцен с постепенным добавлением модифи-

каций, приводящих к увеличения метрик локализации с помощью TSVLoc: базовый вариант

� простое перечисление типов представляемых объектов в изображении и кодирование их в

один вектор (SE); первое улучшение этого метода заключается в кодировании каждой пары

объектов с общими границами в один объект через вспомогательный вектор (SEB); следую-

щее усовершенствование включает в себя вычисление центра масс для каждого экземпляра

сегментации и кодирование значения глубины в точке центра масс в вектор этого объекта

(SEBD). Предложенный подход был протестирован на наборе данных HPointLoc для лока-

лизации в помещении (таблица 2) и подвыборках набора данных Oxford RobotCar [46] для

локализации на открытом воздухе (таблица 4).

Как видно из таблиц, генерация дополнительных представлене с использованием вектор-

ных символьных архитектур на основе маски сегментации и карты глубин (режим SEBD

подхода TSVLoc) предлагает более точное решение проблемы грубой глобальной локализа-

ции.

В заключение подводятся итоги проделанной работы в ходе исследования и обозна-

чаются возможные пути дальнейшего развития нейросимвольного представления сцен для

мультимодальных задач. Также перечисляются результаты, выносимые на защиту.

ВЫВОДЫ

В данной диссертационной работе предлагается новое нейросимвольное представление сце-

ны для мультимодальных задач. Такое представление получается при комбинации знаковой
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Метод R(0.5) R(1) R(5) R(10)

HF-Net [64] 0.890 0.892 0.963 0.976

TSVLoc(H+SEB) 0.892 0.893 0.977 0.988

TSVLoc(H+SEBD) 0.895 0.896 0.980 0.993

NetVLAD [6] 0.887 0.888 0.962 0.973

TSVLoc(V+SEBD) 0.892 0.893 0.976 0.987

Patch-NetVLAD [22] 0.942 0.943 0.968 0.978

TSVLoc(P+SEBD) 0.931 0.946 0.978 0.982

Таблица 2: Метрики локализации для всех изображений из набора данных HPointLoc. R(0.5)

означает показатель полноты (recall) с пороговым расстояние 0,5м.

Метод R(5) R(10) R(25) R(50) R(100)

HF-Net 0.485 0.639 0.708 0.737 0.761

TSVLoc(H+SEB) 0.494 0.647 0.715 0.741 0.765

NetVLAD 0.568 0.725 0.779 0.802 0.822

TSVLoc(V+SEB) 0.573 0.731 0.783 0.805 0.824

Patch-NetVLAD 0.702 0.842 0.877 0.888 0.898

TSVLoc(P+SEB) 0.714 0.853 0.886 0.896 0.905

Таблица 3: Усредненные метрики локализации для набора данных Oxford RobotCar [46].

картины мира, обеспечивающей структурированное иерархическое представление сцены и

привязку на сенсорные входы агента, и векторных символьных архитектур, которые поз-

воляют работать с многомерными векторами, как с символами, и кодировать всю сцену в

один вектор. Также была разработана модель, использующая это представление для реше-

ния мультимодальных задач с двумя модальностями, текстом и изображением. Предлагае-

мый подход апробирован на наборах данных VQA CLEVR [24], Human-Centered Environment

VQA и Visual Dialog [10].

Как промежуточный этапа построения таких представлений, были разработаны пред-

ставления сцены для задачи пространственного рассуждения в знаковой картине мира.
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Метод R(5) R(10) R(25) R(50) R(100)

HF-Net [64] 0.485 0.639 0.708 0.737 0.761

TSVLoc(H+SEB) 0.494 0.647 0.715 0.741 0.765

NetVLAD [6] 0.568 0.725 0.779 0.802 0.822

TSVLoc(V+SEB) 0.573 0.731 0.783 0.805 0.824

Patch-NetVLAD [22] 0.702 0.842 0.877 0.888 0.898

TSVLoc(P+SEB) 0.714 0.853 0.886 0.896 0.905

Таблица 4: Усредненные метрики локализации для набора данных Oxford RobotCar [46].

Также были предложены двухэтапный метод TSVLoc и нейросимвольное представление

сцены для задачи локализации. С помощь этих подходов удалось улучшить результаты из-

вестных методов, таких как HF-Net [64], NetVLAD [6] и Ptach-NetVLAD [22].

В качестве дальнейшего развития темы исследования можно выделить разработку ней-

росимвольного представления сцены, которое можно использовать как для задачи ответа

на вопрос по изображению, так и для локализации с навигацией. Такое представление бу-

дет полезно при решении более сложных задач воплощенного искусственного интеллекта,

связанных с выполнением бытовых задач, таких как в ALFRED [65] и TEACh [55].
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