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Аннотация

В диссертационной работе рассматриваются задачи построения непарамет-
рических вероятностных моделей машинного обучения. Стандартные техники
вывода, применяемые для параметрических моделей с сопряженными априорны-
ми распределениями, в таких случаях оказываются неприменимыми, что требует
разработки новых, эффективных методов приближенного вывода, учитывающих
структуру модели. В работе рассматривается несколько важных примеров подобных
моделей: модель смеси распределений на основе последовательного метрически-
обусловленного процесса китайского ресторана для взаимосвязанных объектов,
непараметрическая векторная модель слов с автоматическим выделением смыс-
лов для многозначных слов естесственного языка и несопряженная нейросетевая
генеративная модель изображений на основе вариационного автокодировщика с
возможностью быстрого дообучения на малых гетерогенных выборках. Для всех
трех случаев предлагаются новые алгоритмы вариационного вывода, делающие
обучение моделей вычислительно эффективным и тем самым расширяющие воз-
можности их практического применения, что демонстрируется экспериментально.
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Введение

Вероятностное моделирование давно стало одним из главных инструментов
решения задач машинного обучения [1]. С одной стороны этому способствовала
глубокая связь с теорией вероятности, на языке которой формулируются многие
понятия и результаты в теории машинного обучения [2; 3]. С другой же сто-
роны, что не менее важно, вероятностный формализм оказался крайне удобен
для описания моделей машинного обучения и предложил универсальный способ
конструирования новых моделей на основе уже существующих, а также их пе-
реиспользования [4].

Одним из главных инструментом этого формализма является байесов-
ский подход, заключающийся в декомпозиции совместного распределения над
переменными модели (например, скрытыми параметрами и наблюдаемыми
измерениями) на априорное распределение и правдоподобие. Это существен-
но упрощает описание модели и позволяет легко вводить дополнительные
переменные, что требует только определения соостветствующих условных рас-
пределений. Кроме того, подобное разделение нередко может отражать реальные
причинно-следственные связи между переменными с точки зрения процесса по-
рождения данных [5]. Также в контексте многих задач и моделей априорное
распределение и правдоподобие имеют достаточно естественное функцио-
нальное разделение, например, априорное распределение может выступать как
регуляризатор, а правдоподобие как функция потерь или же модель наград [6].

Таким образом, практически во всех областях машинного обучения
учет неопределенности, привнесенный вероятностным подходом, оказывает-
ся полезен. Однако, существует также класс задач, где вероятностные модели
качественно выделяются по сравнению с аналогами, а именно в построении
непараметрических моделей. Непараметрические модели не могут быть матема-
тически сформулированы как вычисления, зависящие от параметров некоторой
фиксированной размерности. Примером может служить хорошо известная мо-
дель классификации при помощи ближайших соседей, где в роли параметров
модели выступают объекты обучающей выборки, увеличение которой по мере
поступления новых объектов автоматически увеличивает пространство парамет-
ров. В ряде случаев, подобное свойство не только способствует формулировке
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более простых моделей, но и принципиально необходимо для адекватного опи-
сания наблюдаемых данных.

К числу таких ситуаций следует прежде всего отнести следующие: во-
первых, при заведомо невозможном или затруднительном параметрическом опре-
делении модели (например, описание смеси распределений при неизвестном
количестве компонент смеси), и, во-вторых, работу в условиях крайне малого
количества обучающих данных, где требуется быстрое дообучение по мере по-
ступления новых наблюдений, что зачастую наиболее просто реализовывается в
непараметрических моделях.

В данной диссертации подробно рассматривается оба этих случая. Первый
– с позиции непараметрического байесовского подхода, при котором специаль-
ным образом определенное априорное распределение обеспечивает структурную
регуляризацию на сложность модели, а компромисс между сложностью моде-
ли и соответствию данным достигается через вероятностный вывод [7]. Второй
же случай изучается на примере классической задачи построения нейросетевой
генеративной модели изображений с возможностью быстрого дообучения. По-
скольку традиционные методы обучения нейросетей базируются на градиентной
оптимизации, быстрое обучение в генеративных моделях существенно удобнее
организовывать на основе специализированной непараметрической архитектуры,
также опирающейся на вероятностный вывод.

Помимо непосредственно определения модели, неменьшую сложность в
использовании непараметрического вероятностного подхода на практике пред-
ставляет выполнение вероятностного вывода, то есть, получение доступа к
апостериорному распределению на ненаблюдаемые переменные при условии на-
блюдаемых. В общем случае, точный вероятностный вывод является NP-трудной
задачей [8; 9], что делает его невозможным на практике даже для умеренно
больших моделей. Данная фундаментальная проблема послужила мотивацией по-
иска различных методов приближенного вывода, которые приближают истинное
апостериорное распределение другим, как правило, более простым, однако до-
статочно достоверным для использования в практических задачах, и за счет этого
более доступным для проведения вычислений.

Одним из наиболее разивающихся в настоящий момент направлений иссле-
дований в данной области является вариационный вывод, в рамках которого при-
ближенный вывод формулируется как задача минимизации некоторого критерия
приближения искомого распределения к истинному апостериорному распределе-
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нию [10]. Подобная постановка задачи нередко порождает простые и существенно
более эффективные с точки зрения вычислений алгоритмы вывода нежели аль-
тернативные подходы, например, методы Монте-Карло, которые в настоящий
момент уступают в возможностях параллелизации и масштабирования [11].

Будучи столь популярным и эффективным подходом вариационный вывод
был успешно исследован в контексте ряда стандартных вероятностных моделей,
начиная с простейшей байесовской логистической регрессии и заканчивая со-
временными глубокими генеративными моделями. В то же время, применение
накопленного опыта для нестандартных, существенно отличающихся от уже хо-
рошо исследованных, моделей нередко требует разработки принципиально новых
техник, поскольку наивное применение стандартных методов вывода приводит к
крайне неэффективным процедурам оптимизации. Двумя классами таких задач,
исследуемыми в данной диссертации, являются несопряженные и непараметри-
ческие вероятностные модели.

Несопряженность априорного распределения и правдоподобия выражается
в том, что соответствующее апостериорное распределение более не лежит в том
же параметрическом семействе распределений, что и априорное. Это широко рас-
пространенное явление, которое существенно затрудняет построение алгоритмов
вывода и в настоящее время особенно актуально в связи с популярностью реа-
лизации моделей правдоподобия при помощи нейронных сетей, чему в данной
диссертации уделяется особенное внимание.

Целью данной диссертационной работы является исследование и создание
непараметрических вероятностныхмоделей, а также разработка алгоритмов вари-
ационного вывода для их применения. Рассматриваемые модели призваны решать
актуальные задачи непараметрического моделирования данных: работу с зави-
симыми наблюдениями, автоматическое выделение векторных представлений
смыслов слов естесственного языка и быстрое обучение глубоких генератив-
ных моделей. Применение же данных моделей должно приводить к повышению
критериев качества, используемых в каждой конкретной прикладной задаче,
что накладывает такие требования на разрабатываемые алгоритмы вывода, как
вычислительная эффективность и адекватность приближения апостериорного
распределения.

Основные положения, выносимые на защиту:
1. Разработка алгоритма вариационного вывода для последовательного

метрически-обусловленного процесса китайского ресторана.



8

2. Построение непараметрической байесовской модели на основе процесса
Дирихле для построения векторных представлений слов естесственного
языка с автоматическим выявлением смыслов слов. Разработка эффек-
тивного параллельного алгоритма обучения для данноймодели на основе
стохастического вариационного вывода.

3. Применение принципов мета-обучения и непараметрического вероят-
ностного моделирования для построения глубокой генеративной модели
с возможностью быстрого обучения и соответствующей нейросетевой
моделью вариационного вывода.

Личный вклад. Основные результаты получены автором лично, часть ре-
зультатов главы 2 в сотрудничестве с Дмитрием Кондрашкиным и Антоном
Осокиным.
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1. Sergey Bartunov and Dmitry Vetrov. Variational inference for sequential
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2. Sergey Bartunov, Dmitry Kondrashkin, Anton Osokin, and Dmitry Vetrov.
Breaking sticks and ambiguities with adaptive skip-gram. Proceedings of
the 19th International Conference on Artificial Intelligence and Statistics,
AISTATS 2016, 2016, стр. 130–138.

3. Sergey Bartunov and Dmitry Vetrov. Few-shot generative modelling with
generative matching networks. 21st International Conference on Artificial
Intelligence and Statistics, AISTATS 2018, 2018, стр. 670–678.

Результаты данной диссертационной работы нашли свое применение в
следующих статьях

1. Sergey Bartunov, Jack Rae, Simon Osindero, and Timothy Lillicrap. Meta-
Learning Deep Energy-Based Memory Models. International Conference on
Learning Representations, 2019. (Bartunov2019)

2. Jack Rae, Sergey Bartunov, and Timothy Lillicrap. Meta-learning neural
bloom filters. International Conference on Machine Learning, 2019, стр.
5271-5280. (Rae2019)
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3. Sergey Bartunov, Fabian Fuchs, and Timothy Lillicrap. Equilibrium
aggregation: Encoding sets via optimization. Uncertainty in Artificial
Intelligence, 2022, стр. 139-149. (Bartunov2022)

Задел, полученный в данной работе, был в дальнейшем применен для ре-
шения более широкого круга задач, находящихся за пределами вероятностных
моделей и вывода в них. Тесная связь механизмов памяти и вопросов быстрого
обучения позволила построить невероятностную модель ассоциативной памяти
для сенсорных данных (Bartunov2019), а также нейросетевой аналог фильтра
Блума [12], адаптивно подстраивающийся под различные распределения храни-
мых данных (Rae2019). Наконец, техники вероятностного вывода в генеративных
моделях над множествами вдохновили новый подход к нейросетевой обработ-
ке множеств, последовательностей и графов, что нашло свое применение в
работе (Bartunov2022), которая обобщает методы, основанные на механизме ней-
росетевого внимания.
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Глава 1. Вариационный вывод для последовательного
метрически-обусловленного процесса китайского ресторана

В первой главе описывается алгоритм вариационного вывода для непа-
раметрических байесовских моделей на основе последовательного метрически-
обусловленного процесса китайского ресторана (ПМО-ПКР) [0]. ПМО-ПКР [13]
был предложен как обобщение процесса китайского ресторана [14] для непа-
раметрического моделирования зависимых данных, где между каждой парой
наблюдений (i, j) определено расстояние dij ⩾ 0, причем dii = 0 и i > j =⇒
dij = ∞. ПМО-ПКР традиционно описывается метафорой ресторана, в который
последовательно заходят посетители i = 1, 2, . . ., символизирующие наблюдения,
каждый из которых выбирает ранее зашедшего посетителя ci = j, j ⩽ i с тем, что-
бы подсесть к нему за стол. В случае же, если посетитель выбирает сам себя, то
есть, ci = i, то данный посетитель садится за новый стол. Формально данный
процесс выбора определяется следующей вероятностью:

p(ci = j|f,D,α) ∝


f(dij), j > i,

α, i = j,

0, j < i,

(1.1)

где f(d) ⩾ 0 - это функция преобразования расстояния, а α > 0 - параметр слу-
чайного процесса, отвечающий за частоту образования новых столов.

Выбранные таким образом пары c образуют рассадку z(c) из K(c столов,
каждый из которых ассоциируется с моделируемой группой наблюдений, напри-
мер, кластером, компонентой смеси и так далее. С точки зрения генеративного
процесса, для каждого стола k = 1, . . . , K(c) из некоторой базовой меры G выби-
рается соответствующий параметр θk ∼ G, который, в свою очередь, определяет
генерацию всех наблюдений, для которых zi(c) = k. Для удобства нотации, мож-
но считать, что каждый посетитель i уже имеет свой стол θi, однако не обязан
садиться за него.

В большинстве случаев, в роли базовой меры выступает просто неко-
торое априорное распределение на параметры p(θ), а генерация наблюдений
происходит согласно выбранной модели правдоподобия p(x|θ). Иными словами,
непараметрическую модель смеси распределений на основе ПМО-ПКР можно
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представить в виде следующего совместного распределения:

p(x, c,θ|f,D,α) =

[
N∏
i=1

p(ci|f,D,α)

] N∏
j=1

p(θj)
∏

zi(c)=j

p(xi|θj)

 . (1.2)

Отметим, что такая формулировка с полным набором столов по числу посети-
телей N полностью эквивалентна оригинальной с точки зрения маргинального
распределения p(x|f,D,α).

ПМО-ПКР обобщает классический процесс китайского ресторана (и свя-
занный с ним процесс Дирихле) на случай зависимых наблюдений, позволяя при
помощи только информации о попарных зависимостях получать гибкие априор-
ные распределения на группировки наблюдений, совмещая тем самым традици-
онные плюсы ПКР - автоматический подбор сложности модели и ее увеличение
по мере поступления новых данных - с возможностями моделей последователь-
ностей, такими как скрытая марковская модель [15]. Платой за эти возможности
является комбинаторный взрыв при попытке точно выполнить байесовский вывод
на выбор пар c. В оригинальной статье [13] в качестве средства приближенного
вывода предлагается использовать метод Гиббса со всеми вытекающими из это-
го решения недостатками с точки зрения скорости сходимости и вычислительной
эффективности. Для преодоления этих недостатков в данной работе предлагается
алгоритм вариационного вывода, позволяющий получить полностью факторизо-
ванное вариационное приближение q(c,θ) =

∏N
k=1 q(θk)

∏N
i=1 q(ci), оптимальное

с точки зрения дивергенции Кульбака-Лейблера:

KL(q(c,θ)||p(c,θ|x, f,D,α))→ min
q

. (1.3)

Соответствующая вариационная нижняя оценка на маргинальное правдо-
подобие выглядит следующим образом:

log p(x|f,D,α) ⩾ L(q)

= Eq(c,θ)

[
N∑
i=1

(
log p(ci|f,D,α)− log q(ci)

)
+

N∑
j=1

(
log p(θj)− log q(θj) +

N∑
i=1

zij(c) log p(xi|θj)
)]

,

(1.4)

где zi(c) = j эквивалентно zij(c) = 1 и zik(c) = 0, k ̸= j.
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Главная сложность в рассчете данной нижней оценки и получении вариа-
ционного приближения заключается в эффективном рассчете ожидамой принад-
лежности посетителя i столу j или Eq(c)zij(c). В данной работе удалось выразить
данную величину через Лапласиан случайного графа, описываемого ПМО-ПКР.

Обозначив матрицу смежности в данном графе как A, где Aij = 1[ci = j]

и Aii = 0, а также матрицу рассадки z(c) = (zij(c))1⩽i⩽N,1⩽j⩽N , содержащую
одновременно принадлежность каждому столу для каждого посетителя, матема-
тическое ожидание последней можно рассчитать как

Eq(c)z(c) = (I − EqA)
−1


q(c1 = 1) 0 . . . 0

0 q(c2 = 2) . . . 0
... 0 . . . ...
0 . . . 0 q(cN = N)

 .

Используя эту формулу, можно получить алгоритм вариационного выво-
да 1. Вычислительная сложность одной итерации данного алгоритма составляет
O(N 3), что совпадает с нижней оценкой на сложность рассчета вариационной
нижней оценки, ввиду использования в последней обращения матрицы полно-
го ранга.

Предложенный алгоритм вариационного вывода был протестирован на ряде
приложений. Рисунок 1.1 содержит результаты применения алгоритмов вариа-
ционного вывода и изначально предложенного метода Гиббса для модели смеси
одномерных со временными зависимостями и нечетким переключением на син-
тетических данных. Как можно видеть на рисунке 1.1б, вариационный вывод
способен обеспечить предиктивную мощность сопоставимую с наиболее удачны-
ми марковскими цепями, сгенерированными методом Гиббса, при этом выгодно
отличаясь фактической скоростью сходимости.

Также было проведено экспериментельное исследование полученного алго-
ритма для задачи вывода в простой смеси гауссовских распределений на основе
процесса Дирихле. Поскольку при константной функции расстояния f(d) = 1

ПМОПКР эквивалентен стандартному процессу Дирихле, для которого уже были
разработаны методы вариационного вывода [16], сравнение различных алгорит-
мов вывода для эквивалентных моделей представляет определенный интерес. Как
показано на рисунке 1.2, вариационное приближение (1.3) лучше приближает ис-
тинное апостериорное распределение, а алгоритм предложенный 1 эмпирически
обладает существенно более высокой скоростью сходимости.
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а) Пример данных. Цвета обозначают принадлежность к разным компонентам
смеси.
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б) График зависимости тестового правдоподобия от количества итераций для
предложенного метода вариационного вывода (Mean field) и метода Гиббса (Gibbs

sampler).
Рисунок 1.1 –– Модель смеси со временными зависимостями.
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Algorithm 1: Variational inference for seqddCRP
Data: Observations x, initial q(c) and q(θ), hyperparameters η = (f,D,α);
Compute R = (I − Eq(c)A)

−1;
do

for i = 1 to N do
Initialize zero vector ai ∈ RN ;
for k = 1 to i do

aik ←
∑

i⩾iRsiEq log p(xs|θk);
end
Initialize γij = log p(ci = j|η) for all j;
for j = 1 to i do

γij ← γij +
∑

k⩽i aikRjkq(ck = k);
end
Update q(ci = j) ∝ exp(γi);
Perform rank-1 update to R by Woodbury formula;

end
for k = 1 to N do

Update q(θk) ∝ p(θk)
∏

i⩾k p(xi|θk)Rikq(ck=k);
end

while not converged;



15

0 10 20 30 40

−
24

00
−

20
00

−
16

00
−

12
00

Iterations

V
ar

ia
tio

na
l l

ow
er

 b
ou

nd ●

● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ● ●

●

DP VB
seqCRP

Рисунок 1.2 –– График итеративного пересчета вариационной нижней оценки для
модели смеси на основе процесса Дирихле для классического приближения на
основе процесса разлома палки (DPVB) и предложенного приближения на основе

ПМО ПКР (seqCRP).
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Глава 2. Непараметрическая байесовская модель для автоматического
построения векторных представлений слов

Во второй главе рассматривается задача обучения векторных представле-
ний различных смыслов слов естесственного языка. Данная задача в настоящий
момент является особенно актуальной ввиду с одной стороны высокой эф-
фективности применения векторных представлений слов в задачах обработки
естесственного языка, а с другой стороны присущего языку фундаментального
свойства многозначности. Так, одно и то же слово «замок» может в одном контек-
сте обозначать архитектурное сооружение, а в другом устройство для запирания
двери, таким образом, в идеале, требуя различной обработки в зависимости от
контекста.

Предлагаемая в данной работе модель Adaptive Skip-Gram или AdaGram [0]
опирается на методы непараметрического байесовского моделирования и таким
образом позволяет автоматически определять количество смыслов для каждого
слова с требуемым семантическим разрешением. Так, для каждого слова из слова-
ря v ∈ 1, . . . , V определяется бесконечное количествоD-мерных действительных
векторов различных смыслов или прототипов inv,k ∈ RD, k = 1, 2, . . .. Тогда
условная модель предсказания слов контекста y по рассматриваемому слову x

и его смыслу z определяется как:

p(y|x, z = k, θ) =
∏
j

p(yj|x, z = k, θ), (2.1)

p(v|w, z = k, θ) =
∏

n∈path(v)

σ(ch(n)inTw,koutn),

где outn ∈ RD – это векторное представление узла n в бинарном дереве, листьями
которого являются слова 1, 2, . . . , V . Функция же path(v) однозначно сопостав-
ляет каждому слову v путь в данном дереве, а функция ch(n) возвращает +1,
если узел n является левым потомком, либо −1 в обратном случае. Функция же
σ(x) = 1/(1 + exp(−x)) – это сигмоидальное преобразование, отображающее
действительные числа в интервал [0, 1]. Можно показать, что определенная таким
образом условная модель предсказания слов является корректно определенным
дискретным распределением над элементами словаря, позволяющим эффектив-
но вычислять условные вероятности при большом словаре [17].
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Прототипы для каждого слова w моделируются независимо при помощи
процесса Дирихле [14] в форме процесса разлома палки [18]:

p(βwk|α) = Beta(1,α), k = 1, 2, . . .

p(z = k|w,β) = βwk

k∏
r=1

(1− βwr)

p(θwk) = Uniform(θwk).

Таким образом, количество прототипов для каждого слова априори не фиксиро-
вано, но может быть выведено из данных. Параметр α регулирует ожидаемое
априори количество прототипов, каждый из которых предполагается распреде-
ленным согласно несобственному равномерному распределению над RD.

Процесс обучения модели заключается в максимизации маргинального
правдоподобия наблюдаемой последовательности слов o1, o2, . . . oN , разбитой на
независимые задачи предсказания вида (2.1). Для каждого слова под номером i

соответствующий обучающий пример есть слово xi = oi и его контекст yi =

ot|t−i|⩽C/2 длины C (пренебрегая словами на краю последовательности для удоб-
ства записи). Таким образом, правдоподобие всех контекстов есть

log p(Y, θ|X,α) = log p(θ) +
N∑
i=1

C∑
j=1

log p(yij|xi, θ,α). (2.2)

Поскольку прямая оптимизация данного правдоподобия вычислительно
невыполнима в виду необходимости выполнять полный байесовский вывод на
скрытые переменные, для обучения векторных представлений в модели AdaGram
используется вариационный EM-алгоритм с фиксированной верхней оценкой на
количество прототипов T . Так, вариационное приближение на скрытые перемен-
ные имеет следующий вид:

q(B,Z) =
N∏
i=1

q(zi)
V∏

w=1

T∏
k=1

q(βwk)
∏
k>T

q̄(βwk), q̄(βwk) = Beta(1,α).

Соответствующая вариационная нижняя оценка может быть записана как

L(q, θ) =Eq

[
V∑

w=1

T∑
k=1

log p(βwk|α)− log q(βwk)

+
N∑
i=1

(
log p(zi|xi,β)− log q(zi) +

C∑
j=1

log p(yij|xi, zi, θ)

)]
+ const.
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Algorithm 2: Training AdaGram model
Data: training set {(xi,yi)}Ni=1, hyperparameter α
Initialize nw1 = nw and nwk = 0 for k > 1;
Initialize representations θ;
for i = 1 to N do

Select word w = xi and its context y⃗i;
for k = 1 to T do

γik = Eq(βw)[log p(zi = k|β⃗, xi)];
for j = 1 to C do

γik ← γik + log p(yij|xi, k, θ);
end

end
end
q(zi = k)← exp(γik)/

∑
ℓ exp(γiℓ);

ρt ← 0.025(1− i/N), λt ← 0.025(1− i/N);
for k = 1 to T do

Update nwk ← (1− λt)nwk + λtnwγik;
end
Update θ← θ+ ρt∇θ

∑
k

∑
j γik log p(yij|xi, k, θ);

Return {q(βwk) = Beta(1 + nwk,α+
∑T

r=k+1 nwr)}1⩽w⩽V,1⩽k⩽T , θ;

Для совместной оптимизации данной нижней оценки по вариационно-
му приближению q(B,Z) и всем векторным представлениям θ был разработан
потоковый EM-алгоритм 2 на основе метода стохастического вариационного вы-
вода [19]. Данный алгоритм обладает асимптотической сложностью аналогичной
оригинальному алгоритму обучения модели Skip-Gram (относительно N ) и на
практике работает не более чем в T раз медленнее. Разреженная же реализация
алгоритма может практически не зависеть от максимального числа прототипов T .

После обучения, выученные векторные представления могут быть исполь-
зованы как сами по себе, аналогично векторам Skip-Gram, так и использованы,
например, для решения задачи разрешения многозначности, то есть, выбора под-
ходящего смысла слова в зависимости от контекста:

p(z = k|x,y, θ) ∝ p(y|x, z = k, θ)

∫
p(z = k|x,β)q(β)dβ).
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Рисунок 2.1 –– Показатели полноты (слева) и точности (справа) при диверсифи-
кации результатов интернет-поиска на наборе SemEval 2013, осущественной при
помощи различных моделей. K обозначает позициию результата поиска, r – це-

левой уровень полноты, при котором измеряется точность.
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Рисунок 2.2 –– Слева: распределение слов по количеству смыслов, извлеченных
AdaGram при различных значениях α (для количества смыслов k изображенное
значение определяется как log10(nk+1), где nk это количество слов с k смыслами).
Справа: количество извлеченных смыслов в зависимости от частоты употребле-

ния слов.

МодельAdaGram была обучена на стандартном для подобных исследований
корпусе на содержимом статей «Википедии» от апреля 2010 г. [20] и происсле-
дована с точки зрения семантики выучиваемых векторов и их использования в
ряде практических задач. Рисунок 2.2 содержит статистику чисел извлеченных
смыслов для различных значений параметраα, влияющего на семантическое раз-
решение модели. Видно, что большие значения α приводят к извлеченению в
среднем большего числа смыслов слов, а также, что для более часто встречаю-
щихся слов в среднем извлекается больше смыслов.

Для оценки согласованности извлеченных смыслов и конвенциональных
семантических словарей было проведено исследование на ряде стандартных
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Таблица 1 –– Показатель качества adjusted rand index (ARI) для задачи извлечения
смыслов слов на различных коллекциях тестов.

Модель Размерность SE-2007 SE-2010 SE-2013 WWSI

MSSG 300 0.048 0.085 0.033 0.194
NP-MSSG 50 0.031 0.058 0.023 0.163
NP-MSSG 300 0.033 0.044 0.033 0.110
MPSG 300 0.044 0.077 0.014 0.160
AdaGram α = 0.15 300 0.069 0.097 0.061 0.286

коллекций тестов «SemEval», размеченных экспертами, [21] а также на основе
статей и метаданных «Википедии» автоматически сформирована новая коллек-
ция «WWSI». Данные коллекции представляют из себя контексты употреблений
различных слов, отнесенные к тем или иным смыслам. Предлагаемая система для
извлечения смыслов слов, такая какAdaGram, независимо относит каждый из кон-
текстов к извлеченным ею смыслам, после чего данная разметка сравнивается с
эталонной при помощи метрики Adjusted Rand index (ARI) [22].

Модель AdaGram была сравнена с рядом аналогичных моделей, предло-
женных для построения векторных представлений смыслов слов: Multi-sense
Skip-gram (MSSG) и Nonparametric Multi-sense Skip-Gram [23] (NP-MSSG). Дан-
ные модели используют схожие с AdaGram принципы построения векторных
представлений и EM-подобные алгоритмы обучения, но либо предполагают коли-
чество смыслов фиксированным, как в MSSG, либо подбирают его эвристически
как вNP-MSSG. Также в сравнении участвовала модельMulti-prototype Skip-Gram
(MPSG) [24], предполагающая равномерное распределение для выбора смыслов
слов. Результаты сравнения представлены в таблице 1.

Кроме того, модель AdaGram вместе с конкурирующими подходами была
опробована для использования в задаче диверсификации результатов поиска для
многозначных запросов на наборе данных SemEval 2013 [25]. В рамках данной за-
дачи предполагается, что в условиях высокой неопределенности предполагаемого
смысла запроса, результаты поиска следует предоставлять не просто ранжирован-
ными согласно предполагаемой релеватности запросу, но и с учетом требования
покрыть все возможные интерпретации запроса. Таким образом, от системы
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диверсификации (в данном случае, многосмысловой векторной модели слов) тре-
буется кластеризовать результаты поиска по их принадлежности определенным
ею смыслам. Качество же системы определяется полнотой представленных смыс-
лов (согласно экспертной кластеризации) среди первых K результатов поиска и
точности представления требуемых смыслов для достижения требуемого пока-
зателя полноты, см. [25]. Рисунок 2.1 содержит сравнение исследуемых моделей
для запросов, состоящих из одного слова (для которых векторные модели слов мо-
гут быть применены очевидным образом). Как можно заметить, и кривая полноты,
и кривая точности при использовании модели AdaGram практически равномерно
ограничивают сверху кривые прочих моделей, что демонстрирует ее превосход-
ство в рамках данной задачи.
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Глава 3. Глубокая генеративная модель с возможностью быстрого обучения

В третьей главе диссертации предлагается нейросетевая генеративная мо-
дель, способная быстро дообучаться на небольшой выборке новых объектов
[0]. Предполагается, что истинное распределение наблюдаемых объектов x ∈ X
представимо в виде pd(x) =

∫
pd(x|γ)pd(γ)dγ, то есть, в виде смеси условных рас-

пределений, зависящих от некоторого параметра γ. Также подразумевается, что
эта зависимость носит гладкий характер. Далее без ограничения общности будем
предполагать, что пространство наблюдаемых объектов включено в множество
бинарных векторов длины D: X ⊆ {0, 1}D1.

Модель на этапе обучения имеет доступ к выборке из распределения pd(x):

Xtrain = {Xm}Mm=1, Xm = {xmr}Rm
rm=1, xmr ∼ pd(x|γm), γm ∼ pd(γ).

После чего, на этапе применения модель получает аналогичным образом сфор-
мированную выборку X:

X′ = {X ′m}M
′

m=1, X ′m = {x′mr}R
′
m

rm=1, x′mr ∼ pd(x|γ′m), γ′m ∼ pd(γ),

размер которой существенно меньше чем размер обучающей выборки (M ′ ≪
M,R′m ⩽ Ru).

Целью данной модели является смоделировать распределение p(x|X′) мак-
симально близко к истинному распределению pd(x|X′) =

∑M ′

m=1 pd(x|γ′m). Под
быстрым обучением же подразумевается, что адаптация к новой выборкеX′ име-
ет вычислительную сложность не более чем линейно зависяшую от количества
элементов в выборке T =

∑M ′

m=1R
′
m.

Ключевая ценность предлагаемой в данной главе модели «Generative
Matching Networks» (GMN) заключается в том, что она совмещает в себе гибкость
нейросетевых генеративных моделей и высокую в обозначенном выше смысле
скорость дообучения, принципиально несовместимую с градиентными методами
обучения нейросетей [26; 27]. Кроме того, концептуально и эмпирически GMN
лучще ранее предложенных аналогов [28––30] работает с гетерогенными до-
обучающими выборками (где M ′ > 1) благодаря адаптации непараметрических
методов обучения.

1Во-первых, на практике все компьютерные данные так или иначе дискретизированы и потому мо-
гут быть предствавлены как бинарные вектора. Во-вторых, работа с непрерывными наблюдениями требует
всего лишь тривиальной замены модели правдоподобия в дальнейших рассуждениях.
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GMN использует генеративные механизмы, основанные на вариационных
автокодировщиках [31––33], предполагающих моделирование данных с помощью
вектора скрытых переменных z ∈ RL. GMN моделирует искомое условное рас-
пределение как

p(x|X;θ) =

∫
p(z|X;θ)p(x|z,X;θ)dz,

где θ – параметры модели. И априорное распределение p(z|X;θ) =

N (z,µprior(X;θ),Σprior(X;θ)), и декодировщик p(x|z,X;θ) =
∏D

j=1 Bernoulli(xj|νj(z,X;θ))

параметризованы при помощи нейронной сети, определяющей функции µprior,
Σprior и {νj}Dj=1.

Традиционный метод обучения подобных моделей заключается в том,
чтобы использовать для обучения сразу всю доступную выборку Xtrain и макси-
мизировать ее правдоподобие. Однако, в данном случае подобный подход плохо
применим, так как он не будет способствовать желаемому обобщению модели на
новые выборки. Вместо этого, для обучения GMN предлагается использовать па-
радигму так называемого мета-обучения [34––37]. В рамках данной работы эта
парадигма была адаптирована для задачи генеративного моделирования. Так, из
доступной выборки Xtrain случайным образром генерируются подвыборки X′ =

{X ′m}M
′

m=1, где объекты X ′m = {x′mr}R
′
m

rm=1 выбираются без возвращения из слу-
чайно выбранного подмножества Xum

, где u – множество случайно выбранных
индексов от 1 доM размераM ′. Обучение же выражается в оптимизации ожида-
мого правдоподобия выборок X′:

EX′ log p(X′;θ) = EX′

[
T∑
t=1

log p(x′t|X′<t;θ)

]
→ max

θ
. (3.1)

Как можно заметить, рекуррентное применение формулы полной вероятности
позволяет связать задачу адаптивного моделирования условных распределений
p(x|X;θ) и задачу моделирования всей выборки.

Поскольку неполное правдподобие log p(x|X; ) недоступно для явной опти-
мизации, для обучения GMN применяется вариационный вывод:

log p(x|X;θ) ⩾ L(θ,φ) = Eq(z|x,X;φ)

[
log p(z|X;θ)

+ log p(x|z,X′;θ)− log q(z|x,X;φ)
]
. (3.2)

Основная идея реализации всех компонентов модели, зависящих от обу-
славливающих объектов X, заключается в применении механизма внимания для
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Рисунок 3.1 –– Иллюстрация генеративного процесса GMN.

выбора похожих объектов из X для генерации (декодирования) или распозна-
вания (кодирования) [38; 39]. Поскольку GMN не имеет доступа к истинно-
му генеративному процессу p(x|γ), модель выучивает собственное внутреннее
представление объектов таким образом, чтобы линейная интерполяция между
представлениями похожих объектов, то есть, порожденных одним и тем же па-
рамтером γ, адекватно приближала искомое распределение p(x|γ). Так, модель
правдоподобия определяется следуюшими формулами:

aG(z,xt,hk) =
exp(< fG(z,hk), gG(xt,hk) >)∑T
t′=0 exp(< fG(z,hk), gG(xt′,hk) >)

, (3.3)

rk+1
G =

T∑
t=0

aG(z,xt,hk)ψG(xt,hk),

hk+1 = NNh,G(hk, r
k
G),

νj = NNνj ,G(z, r
K
G ),

где функции fG, gG, ψG, NNh,G и NNνj ,G - нелинейные нейросети, зависящие от
параметров θ, а < ·, · > обозначает скалярное произведение. Уравнения (3.3)
определяют последовательное применение описанного механизма внимания в те-
чение K шагов, где на каждом шаге объекты xt ∈ X и скрытые переменные
z отображаются в общее пространство ΦG, в котором между ними происхо-
дит сравнение, после чего отнормированные результаты сравнения aG(x, z,hk)

используются для интерполяции между объектами x ∈ X в пространстве прото-
типов ΨG. Схематически этот процесс для K = 1 изображен на рисунке 3.1.
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Аналогичнымобразом определяется имодель распознавания q(z|x,X;φ) =

N (z|µR(x,X;φ),ΣR(x,X;φ)):

aR(x,xt,hk) =
exp(< fR(x,hk), gR(xt,hk) >)∑T
t′=0 exp(< fR(x,hk), gR(xt′,hk) >)

, (3.4)

rk+1
R =

T∑
t=0

aR(x,xt,hk)ψR(xt,hk),

hk+1 = NNh,R(hk, r
k
R),

µR(x,X) = NNµR(r
K
R ),

ΣR(x,X) = NNΣR
(rKR ),

где функции fR и gR, соответственно, отображают распознаваемый объект x и
объекты выборки xt ∈ X в общее пространство ΦR, а интерполяция происходит
в пространстве ΨR.

Наконец, априорное распределение p(z|X;θ) моделируется как:

aP (xt,hk) =
exp(< fP (hk), gP (xt,hk) >)∑T
t′=0 exp(< fP (hk), gP (xt′,hk) >)

, (3.5)

rk+1
P =

T∑
t=0

aP (xt,hk)ψP (xt,hk),

hk+1 = NNh,P (hk, r
k
P ),

µP (X) = NNµP (r
KP

P ),

ΣP (X) = NNΣP
(rKP

P ).

Как можно заметить, уравнения (3.3),(3.4) и (3.5) также производят срав-
нение с элементом x0, так называемым псевдо-входом, необходимым для кор-
ректной работы модели в том числе и с пустыми обуславливающими выборками.
Псевдо-вход не моделируется в явном виде в пространстве наблюдаемых объек-
тов, а только как выходные значения нейронных сетей, формально принимающих
его на вход.

Задача оптимизации (3.1), реализующая обучение модели, выполняется сто-
хастическим алгоритмом 3.

Модель GMN была опробована на наборе данных «Omniglot» [40], состо-
ящим из 1623 классов различных рукописных символов, каждый из которых



26

Algorithm 3: An iteration of the GMN training algorithm.
Data: Training setX
SampleX′ of size T fromX;
for t = 1 to T do

Sample z ∼ q(zt|x′t,X′<t;φ);
Estimate
L̂t = log p(z|X′<t;θ) + log p(x′t|z,X′<tθ)− log q(z|x′t,X′<t;φ);

end
Update θ and φ using gradients ∇θ,φ

∑T
t=1 L̂t;

Таблица 2 –– Отрицательный логарифм условного правдоподобия на тестовой
выборке Omniglot. Ctrain и Ctest обозначают максимальное количество классов в
обучасливающей выборке при обучении и тестировании соответственно.

Размер обуславливающей выборки
Модель Ctest 0 1 2 3 4 5 10 19
GMN 1 89.7 83.3 78.9 75.7 72.9 70.1 59.9 45.8
GMN 2 89.4 86.4 84.9 82.4 81.0 78.8 71.4 61.2
GMN 3 89.6 88.1 86.0 85.0 84.1 82.0 76.3 69.4
GMN 4 89.3 88.3 87.3 86.7 85.4 84.0 80.2 73.7
VAE 89.1
One-shot VAE 1 83.9
Neural statistician, Ctrain = 1 1 102 83.4 77.8 75.2 74.6 71.7 71.5
Neural statistician, Ctrain = 2 2 86.4 82.2 82.3 80.6 79.7 79.0

представлен всего лишь 20 примерами, что полностью соответствует рассматри-
ваемому в данной главе режиму обучения. Модель имела доступ к бинаризован-
ным изображениям в разрешении 28×28. При обучении использовались выборки
X′ размером 20 объектов из Ctrain = 2 классов.

Прежде всего модель GMN была применена к задаче условного моде-
лирования плотности и была сравнена с конкурирующими моделями Neural
Statistician [30] и One-shot VAE [29], реализованными с использованием полно-
стью аналогичных нейросетевых архитектур и отличающимися только в меха-
низме дообучения. Результаты данного сравнения на тестовой части Omniglot
приведены в таблице 2.

Как можно заметить, GMN существенно лучше моделирует новые симво-
лы при наличии всего нескольких доступных примеров для дообучения, сохраняя
также преимущество и при сравнительно большом количестве примеров. Особен-
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Рисунок 3.2 –– Пример генерации выборки из GMN. Крайний левый столбец –
обуславливающая выборкаX. Каждая строка состоит из независимой выборки из
условного распределения p(x|X<i;θ), где i – номер строки, считая сверху. Самая

верхняя строка соответствует пустой обуславливающей выборкеX = {}.

но это проявляется для гетерогенных выборок, состоящих из изображений двух
классов, где модели, не использующие механизм внимания, существенно уступа-
ют в эффективности.

Пример сгенерированной выборки из GMN изображен на рисунке 3.2. Мож-
но заметить, что по мере поступления новых обуславливающих объектов GMN
действительно адаптирует свое предиктивное распределение, и все большее коли-
чество генерируемых объектов похожи на обуславливающие, однако, не копируя
их.

Наконец, GMN была протестирована в задаче классификации символов
Omniglot. Поскольку для корректно работающей модели плотность p(x|X;θ) бу-
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Таблица 3 –– Точность классификации (%) для различного количества классов и
обучающих примеров.

5 классов 20 классов
Модель 1 пример 5 примеров 1 пример 5 примеров
GMN 82.7 97.4 64.3 90.8
One-shot VAE [29] 90.2 – 76.3 –
Neural statistician [30] 82.0 94.8 63.1 87.6
Matching networks [39] 98.1 98.9 93.8 98.5

дет присваивать большую вероятностную меру объектам, похожим на X, чем
объектам от них отличающимся, данную плотность можно использовать как голо-
сующуюфункциюпри построении классификатора. Так, при наличии обучающих
выборок X1,X2, . . . ,XC с примерами соответствующих классов, классификатор
на основеGMNвыберет для объектаx класс с номером c = argmax log p(x|Xc;θ).

Показатели точности такого классификатора для 1000 рандомизирован-
ных экспериментов приведены в таблице 3. GMN демонстрирует конкурентные
результаты для случая сверх-быстрого обучения на всего одном обучающем при-
мере и опережает конкурентные подходы для пяти примеров, приближаясь по
показателю точности к специализированной модели классификации Matching
Networks. Тем самым демонстриуется пригодность GMN для задач, напрямую
не связанных с моделированием плотности, однако способных быть сформули-
рованными в терминах вероятностного вывода.
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Заключение

В ходе выполнения данной работы были получены следующие результаты:
1. Разработан алгоритм вариационного вывода для последовательного

метрически-обусловленного процесса китайского ресторана (ПМО-
ПКР), устанавливающий связь между ключевыми статистиками
процесса и Лапласианом моделируемого случайного графа. Данный
алгоритм позволяет детерминированно выполнять приближенный ве-
роятностный вывод в моделях на основе ПМО-ПКР и эмпирически
показывает более высокую сходимость чем методы Монте-Карло при
сохранении высокого качества вывода. Кроме того, полученные резуль-
таты применимы и к широко используемым моделям на основе процесса
Дирихле, как частному случаю ПМО-ПКР, где они также приводят к
новому алгоритму вариационного вывода, способного достигать боль-
шей скорости сходимости по сравнению со стандартным подходом на
основе ограниченного процесса ломания палки, а также более точной
вариационной нижней оценки.

2. Предложена непараметрическая вероятностная модель построения
многозначных векторных представлений слов AdaGram. AdaGram ис-
пользует процесс Дирихле для моделирования неизвестного количества
смыслов для каждого из слов и способна автоматически выучивать их
количество с заданным уровнем специфичности смыслов. Благодаря
разработанному стохастическому EM-алгоритму, обучение модели воз-
можно на больших корпусах текстов с использованием параллельных
вычислений. Ряд количественных исследований показывают высокое
качество выуичиваемых представлений по сравнению с аналогичными
моделями.

3. Исследована задача построения нейросетевых генеративных моделей
с возможностью быстрого дообучения. Предложена непараметриче-
ская генеративная модель на основе вариационного автокодировщика
Generative Matching Network (GMN), способная динамически адапти-
ровать априорное распределение, правдоподобие и амортизированное
приближение на апостериорное распределение по мере поступления
новых данных. Благодаря использованию механизма внимания, GMN
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существенно лучше работает с гетерогенными обучаюшими данными
чем более простые модели, поддерживающие единое параметрическое
представление для всей дообующей выборки. Эксперименты на набо-
ре данных Omniglot показывают высокую скорость адаптации GMN в
смысле роста предиктивного правдоподобия при добавлении каждого
следующего наблюдения и применимость GMN для задач, отличных
от генеративного моделирования, таких как классификация на малых
выборках (few-shot classification).
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