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1 ТЕМА ДИССЕРТАЦИИ

Актуальность темы

Стремительное развитие рекомендательных технологий и экспоненциальный рост

объемов данных привели к появлению сложных систем, предназначенных для улучше-

ния пользовательского опыта через персональные рекомендации с учетом контекста. В

частности, в индустриальном применении рекомендательных систем становится все более

актуальной разработка моделей с предсказаниями в онлайне и их адаптацией в реальном

времени. Такие системы особенно востребованы на различных онлайн-платформах, вклю-

чая новостные и контентные ленты в социальных сетях, электронную коммерцию, разные

стриминговые сервисы, а также другие цифровые продукты и платформы. С учетом биз-

несовых и продуктовых требований от моделей машинного обучения ожидается использо-

вание наиболее актуальной информации для создания точных и наиболее релевантных в

момент предсказания рекомендаций по запросу пользователя в мобильных приложениях

и веб-платформах.

Это подразумевает способность моделей учитывать контекстные аспекты и сиг-

налы из данных, такие как время, геолокация, тип операционной системы или любой

другой значимый контекст, связанный с пользователем, объектами рекомендаций, средой

или окружением. Контекстные факторы могут помочь обеспечивать высокую скорость

обновления и уточнения рекомендаций, делая их более релевантными в момент показа.

Рекомендательные системы, способные учитывать такую контекстуальную информацию,

называются контекстными рекомендательными системами или системами с учетом кон-

текста (context-aware recommender systems).

Традиционные рекомендательные системы, например, коллаборативная фильтра-

ция или другие подходы, часто не способны хорошо уловить динамическую природу поль-

зовательских предпочтений в короткие интервалы времени и актуальность на момент по-

каза. Как один из способов преодолеть эти недостатки, возникает необходимость в добав-

лении контекстной информации в существующие алгоритмы рекомендаций и разработке

новых подходов и методов, которые на шаге предсказания учитывают меняющиеся по-

требности и предпочтения пользователей. Несмотря на то, что уже существуют различ-

ные техники по добавлению контекста в традиционные модели разных типов, на данный

момент известно мало эффективных и точных подходов, напрямую моделирующих и учи-

тывающих контекстную информацию во время обучения и инференса в рекомендациях.
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Диссертация посвящена преодолению данных проблем с помощью разработки мо-

делей и подходов, которые напрямую включают контекстные признаки. Исследование

стремится усовершенствовать как уже существующие методы, так и предложить новые

алгоритмы, зависимые от контекста (например, времени), которые бы значимо повысили

релевантность и точность рекомендаций, а также возможность эффективного использо-

вания на практике. Общий дизайн экспериментов покрывает наиболее распространенные

типы задач рекомендательных систем: предсказание следующей корзины, предсказание

следующего элемента для последовательных рекомендаций и общие top-N рекомендации.

Эти три задачи наиболее широко используются в рекомендательных системах в электрон-

ной коммерции для FMCG и non-FMCG товаров и умных контентных лентах. Выбор

данных трех задач обусловлен возможностью нашей группы исследователей и со-авторов

протестировать разработанные новые алгоритмы в онлайн A/B тестах в рамках реальных

прикладных задач в T-Банке.

В частности, одна из проблем исследования для разработки - это сужение фокуса с

общего возможного контекста до фактора времени в качестве наиболее востребованного и

часто используемого типа контекста, проработав варианты его добавления в алгоритмы на

базе KNN и современных неройсетевых подходов для работы с данными на основе последо-

вательностей, позволяя им стать напрямую зависимыми от времени либо учитывающими

время на шаге инференса моделей.

Кроме того, еще одной проблемой является ограниченная возможность сравнения

существующих подходов контекстных рекомендаций между собой. Это связано с тем, что

многие алгоритмы, предложенные в академических публикациях, не имеют публично до-

ступных имплементаций и открытой кодовой базы, что затрудняет правильное воспроизве-

дение самой модели и валидацию результатов экспериментов, а также улучшение данных

моделей, проведение новых экспериментов на других данных и развертывание в реальных

производственных системах. Кроме того, отсутствие бенчмарков, использование разных

наборов данных и их препроцессинга, отсутствие стандартов по выбору метрик оценки ка-

чества и несогласованность отбора базовых моделей еще больше затрудняет возможность

проведения сравнений между существующими контекстными рекомендательными систе-

мами. Для преодоления данных проблем в рамках исследований были созданы дизайн

экспериментов и пайплайны оценки оффлайн качества моделей, реализованы эффектив-

ные имплементации моделей по оригинальным статьям в качестве бенчмарков с подбором

гиперпараметров как для базовых моделей сравнения, так и для новых подходов.

Наконец, третья проблема заключается в том, что включение контекста в каче-
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стве признаков или дополнительного измерения значительно увеличивает как вычисли-

тельную сложность для обучения и инференса модели, так и объем данных — наборы

данных и размеры артефактов моделей. Для преодоления этих ограничений необходимо

разработать дополнительные методы для оптимизации всего ML-пайплайна контекстных

рекомендательных систем. Одна из глав данной работы посвящена решению этих вопро-

сов, сосредотачиваясь на таких стратегиях, как отказ от использования ID-специфичных

эмбеддингов пользователей и реализация вычислительно более эффективной функции по-

терь, продемонстрированной на примере BPR функции, которые могут быть применены

к любому из предложенных новых моделей и подходов.

Актуальность темы диссертации можно обосновать несколькими важными аспек-

тами. Во-первых, рекомендательные модели, которые были бы способны учитывать кон-

текст, пользуются высоким спросом в реальных прикладных задачах при построении ре-

комендательных систем с обновлением в режиме реального времени. Однако до сих пор

существует относительно немного контекстных подходов, которые были бы эффектив-

ными и подходили для внедрения в производственные системы. Во-вторых, контекстные

рекомендательные алгоритмы демонстрируют большую степень гибкости и адаптивности

к интересам пользователей. Они способны улавливать динамику как долгосрочных, так и

краткосрочных предпочтений, а также учитывать новую информацию из взаимодействий

и отзывов пользователей в рамках текущей сессии в мобильном или веб-приложении. В-

третьих, улучшение качества рекомендаций остается все еще актуальной задачей. Теку-

щие метрики ранжирования моделей далеки от желаемых целевых значений, как с точки

зрения бизнес-целей, так и истинной оценки релевантности в рамках восприятия пользо-

вателей. В-четвертых, техники контекстуальных рекомендаций могут быть адаптированы

и переиспользованы под смежные задачи и подходы, особенно для быстро развивающих-

ся больших языковых моделей (LLM) и GPT технологий. В подобных системах растет

потребность в персонализации и эффективной обработке больших размеров контекстного

окна.

В заключение, проведенные исследования дают ценные прикладные результаты и

выводы как для академического, так и для индустриального сообщества, прокладывая

путь к более развитым, персонализированным и адаптирующимся под пользователей ре-

комендательным системам.
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Цель и задачи

Основная цель данной работы заключается в улучшении существующих и разра-

ботке новых подходов для контекстных рекомендательных систем с более высокой реле-

вантностью рекомендаций для пользователей.

Для достижения этой цели были сформулированы несколько задач. Во-первых,

исследование предоставляет систематический обзор существующих контекстных рекомен-

дательных систем с разными постановками задач, методов и методологий. Данный обзор

включает различные алгоритмы и фреймворки из широко цитируемых академических и

индустриальных статей, создавая основу для понимания их преимуществ и ограничений

в результате критического анализа от автора диссертации. Выявляя открытые вопросы

и пробелы в существующих подходах, исследование по обзору литературы выделяет те

области, где могут быть применены улучшения, особенно в области добавления контекст-

ных данных в существующие алгоритмы для повышения производительности моделей и

алгоритмических метрик качества.

Во-вторых, исследование сосредоточено на разработке новых алгоритмов, которые

напрямую учитывают множество контекстных факторов, например, времени. Это пред-

полагает математическое моделирование и имплементацию новых моделей, способных об-

новлять веса моделей с учетом контекста на шаге обучения и менять рекомендации на

основе изменений значений контекста на шаге предсказания модели. Исследование охва-

тывает современные методы машинного обучения, такие как текущие общие подходы с

адаптацией зависимости от контекста и архитектуры нейронных сетей для обработки по-

следовательностей, графов и графов знаний. Проведя серию исследований с различными

улучшенными и новыми алгоритмами, исследование выявило наиболее эффективные из

рассмотренных контекстные подходы для роста качества рекомендаций на различных от-

крытых наборах данных и задачах.

В-третьих, для обеспечения сравнимости существующих и новых подходов необхо-

димо было реализовать все алгоритмы на языке программирования Python, разработать

корректные и надежные пайплайны для оффлайн оценки качества, предоставить унифи-

цированный набор метрик ранжирования и длины списков рекомендаций с параметром

k, использовать одни и те же открытые наборы данных и опубликовать кодовую базу для

моделей и экспериментов в открытый доступ для обеспечения воспроизводимости.

Наконец, часть исследования затронула улучшение техник, дополняющих новые

предложенные контекстные подходы для повышения вычислительной эффективности и
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масштабируемости алгоритмов, например, с помощью улучшенной функции потерь на

примере BPR и логикой обучения эмбеддингов без привязки к идентификатору пользова-

теля.

2 ОСНОВНЫЕ РЕЗУЛЬТАТЫ

Новизна результатов исследования может быть обобщена несколькими тезисами.

Во-первых, был проведен систематический анализ существующих контекстных подходов,

охватывающий разные постановки задач, методы включения контекста в рекомендатель-

ные модели и критический анализ сильных и слабых сторон рассмотренных подходов.

Во-вторых, существующие методы были имплементированы с кодом в открытом досту-

пе и воспроизведены для возможности сравнительного анализа моделей, что вносит зна-

чимый вклад в направление исследований по воспроизводимости в рамках контекстных

рекомендательных систем. В-третьих, были разработаны и изучены новые контекстные

рекомендательные алгоритмы, охватывающие три основных типа задач рекомендаций и

включающие несколько семейств алгоритмов: KNN и нейронные сети на основе после-

довательностей, графов и графов знаний. Данные имплементации могут стать основой

для будущих исследований и разработки. В-четвертых, были предложены простые, но

эффективные техники для повышения производительности и качества рекомендательных

алгоритмов. Данные техники показывают потенциал для обобщения на различные се-

мейства и типы рекомендательных систем, использующих парные и списочные функции

ранжирования. Дополнительно, были представлены новые способы получения векторных

представлений без обучения ID-специфичных эмбеддингов пользователей для возможно-

сти решения проблемы холодного старта по пользователям, отсутствующим в обучающем

наборе данных, что позволяет получать предсказания, основываясь исключительно на лю-

бой последовательности интеракций и контекстных признаках при их наличии. Наконец,

улучшенные методы производительности и оптимизации привели к значимым приростам

метрик оценки ранжирования (NDCG@k, Precision@k, Recall@k и других метрик), что,

как мы надеемся, вдохновит других исследователей использовать предложенные новые

подходы и модели на своих задачах и наборах данных.
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Основные положения, выносимые на защиту:

1. Нами предложены алгоритмы Time-aware и Time-dependent TIFU-KNN, зависящие

от времени и основанные на TIFU-KNN — подходе, основанном на частоте, кото-

рый превосходит другие модели в задаче next-basket recommendation на различных

открытых наборах данных [12, 6]. Разработанные методы обобщают TIFU-KNN до

контекстной рекомендательной модели и повышают релевантность рекомендаций на

реальных данных. Это демонстрирует ценность взвешивания по времени между кор-

зинами вместо взвешивания на порядок корзин и улучшает качество рекомендаций

за счёт введения временных признаков как на этапе обучения, так и на этапе пред-

сказания.

2. Мы описали новый метод, Time-Aware Item-based Weighting (TAIW), основанный на

процессе Хоукса и состоящий из двух различных модулей в архитектуре для задачи

предсказания следующей корзины. Для поддержания воспроизводимости и разви-

тия дальнейших исследований мы опубликовали имплементацию TAIW в открытый

доступ. Мы провели эксперименты на трёх реальных наборах данных и показали

превосходство TAIW над моделями с подобранными гиперпараметраи с улучшени-

ем до 9.2% по метрикам Recall@k, NDCG@k и Precision@k (k “ 5, 10). Также, был

проведен анализ важности архитектурных компонентов (ablation study) и важности

временного контекста для лучшего понимания работы TAIW.

3. Предложен метод для последовательных рекомендательных систем, который ин-

тегрирует и использует временную информацию в качестве разных видов времен-

ных признаков (час, день, месяц и др.) для повышения предсказательной способно-

сти. Мы добавили временной контекст к моделям TiSASRec и GRU4Rec, сравнивая

несколько предложенных нами способов объединения эмбеддингов объектов и вре-

мени.

4. Мы предложили новый алгоритм TimeKGATLstm, который использует внешнюю

информацию в виде графа знаний и может быть объединён с двудольным графом

взаимодействий пользователь–айтем. Алгоритм включает время через добавление

временных срезов графа с целью учета динамики изменения предпочтений поль-

зователей. Эксперименты показали улучшение качества по сравнению с исходной

моделью KGAT на открытом наборе данных на E-commerce домене истории поку-

пок.
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5. Заметный вклад в воспроизводимость и повторяемость результатов исследований

для общих, временные, графовых подходов. Для этой цели в открытый доступ опуб-

ликован код всех публикаций повышенного уровня. Пайплайн для оффлайн оценки

качества позволил сравнить существующие и предложенные алгоритмы благодаря

использованию одних и тех же наборов данных, метрик качества и бенчмарков и

новых предложенных подходов с выполненным подбором гиперпараметров по всем

моделям. Наши исследования показали, что точность моделей, основанных на гра-

фах знаний и графах взаимодействий, требует улучшений по сравнению с общими

подходами из-за более низких значений метрик. Как дополнительыйн вклад в разви-

тие исследований по рекомендательным системам, мы опубликовали набор данных

TTRS, основанный на анонимизированной истории покупок пользователей T-банка.

6. Помимо основных экспериментов, для части подходов мы разработали дополнитель-

ные индуктивные сценарии обучения для решения проблемы холодного старта поль-

зователя (например, технику ID-free embeddings и индуктивную версию алгоритма

TAIW — TAIWI). Эти результаты позволят исследователям и ML-инженерам внед-

рять улучшения для рекомендательных систем.

7. Разработанная эффективная версия алгоритма BPR (Bayesian Personalized Ranking)

демонстрирует потенциал улучшения метрик качества до 50% на открытых набо-

рах данных. Кроме того, проведённый анализ важности архитектурных компонен-

тов (ablation study) дал ценные выводы про ключевые гиперпараметры при обучении

рекомендательных моделей. В частности, оказалось важным использование регуля-

ризации, адаптивного способа сэмплирования отрицательных примеров, использова-

ние SGD в качестве оптимизатора и отсутсвие добавления смещений айтеов с целью

достижения оптимальной производительности и результатов в метриках качества

ранжирования.

8. Предложенные новые техники и алгоритмы, в которых время добавлялось как до-

полнительный вектор, могут быть обобщены не только на временные, но и на другие

типы контекстов (например, местоположение, состояние среды и т.д.), однако требу-

ют дальнейших исследований и улучшений.

Теоретическая значимость проведенного исследования заключается в существен-

ном прогрессе в новых результатах и выводах по широкой панели проведенных экспе-

риментов, систематизации этих знаний в области алгоритмов и подходов рекомендаций
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для учета контекста, а также новых предложенных алгоритмов и подходов для контекст-

ных рекомендательных систем. Дополнительно, исследование выявляет дополнительные

сложности, новые исследовательские задачи и проблемы, которые задают возможные на-

правления для будущих научных работ в этой области. Также, стоит отметить, что новые

предложенные алгоритмы требуют дальнейшей доработки и продолжения улучшений их

точности и особенно вычислительной эффективности.

С практической точки зрения, вклад данной работы заключается в применимости

новых предложенных алгоритмов к реальным прикладным задачам построения рекомен-

дательных систем. В частности, были разработаны и изучены следующие контекстные

модели: Time-dependent & Time-aware TIFU-KNN, Time-aware Item Weighting (TAIW),

Time-aware GRU4Rec и TiSASRec, а также TimeKGAT. Все перечисленные модели приме-

нимы к стандартным задачам рекомендаций, таким как предсказание следующей корзи-

ны пользователя, следующего объекта в последовательности и получения общего списка

Ton-N рекомендаций. Практическая применимость данных моделей возможна благодаря

доступности кода в открытом доступе на Github, с необходимыми имплементациями архи-

тектуры, препроцессинга данных и пайплайна экспериментов. Это стимулирует продолже-

ние улучшений качества рекомендаций на базе этих алгоритмов в дальнейшем. Дополни-

тельно, предложенная техника обучения эмбеддингов пользователей без идентификаторов

эффективно решает проблему холодного старта. В то время как оптимизированная реа-

лизация алгоритма BPR (Bayesian Personalized Ranking) демонстрирует потенциал до 50%

улучшения в метриках качества на публичных наборах данных. Проведенные исчерпыва-

ющие эксперименты и исследования по влиянию и значимости параметров и гиперпара-

метров моделей дают ценные сведения о наилучших конфигурациях гиперпараметров для

обучения рекомендательных моделей. В частности, они лишний раз подчеркивают важ-

ность использования регуляризации, адаптивной функции сэмплирования отрицательных

примеров, SGD как одного из наилучших оптимизаторов батчового обучения и рекомен-

дацию по отсутствию использования смещений (biases) при обучении векторов объектов

для рекомендаций для оптимальных качества и производительности.

Таким образом, теоретическая и практическая значимость данного исследования

по улучшению качества контекстных рекомендательных систем обширна. Теоретические

результаты дают почву для новых направлений исследований и анализа, в то время как

практическая польза для корпоративных компаний и организаций лежит в реализации

более эффективных алгоритмов и улучшении клиентского опыта. Дополнительно, это ис-

следование сокращает разрыв между теоретическими выводами и практикой, способствуя
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получению практико-ориентированных и ценных результатов для положительного влия-

ния на конечных пользователей рекомендательных систем.

Личный вклад в положения, выносимые на защиту

Исследование в данной диссертации является результатом нескольких лет работы и сов-

местных с со-авторами исследований. Автор подтверждает, что, за исключением тех слу-

чаев, где прямо указано участие других лиц, разработка методологии исследования дис-

сертации, её структура, систематический обзор существующих исследований и подходов

к воспроизводимости, а также анализ и выводы экспериментов подготовлены самостоя-

тельно. В первой публикации метод был разработан совместно с Олегом Лашининым и

Сергеем Наумовым, с участием в экспериментальном анализе и рецензировании, а также

в подготовке рукописи статьи для публикации на конференции. Вторая публикация яв-

ляется совместной работой с Алексеем Романовым и Олегом Лашининым, с участием в

обсуждении экспериментов написании и рецензировании статьи, утверждении финальной

версии и её презентации в рамках постерной сессии конференции. В шестой и седьмой пуб-

ликациях автор принимала участие в разработке исследовательских вопросов, дизайне и

техническом анализе экспериментов, рецензировании и написании статьи, а также утвер-

дила финальную версию для подачи на конференции. Остальные публикации были вы-

полнены под научном руководством и рецензированием.
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4 СОДЕРЖАНИЕ РАБОТЫ

Диссертация состоит из шести глав. Глава 1 содержит введение и обоснование

актуальности темы диссертационного исследования, в то время как Глава 2 представ-

ляет собой обзор литературы и текущего состояния исследовательской области, включая

критический анализ преимуществ и недостатков моделей, подходов и методов оценки кон-

текстных рекомендательных систем. В следующем разделе, Глава 3, рассматриваются

вопросы воспроизводимости и повторяемости результатов исследований. Глава 4 посвя-

щена новым предложенным подходам и архитектурам моделей для интеграции времен-

ного и другого контекстуального контекста в различные типы задач рекомендательных

систем. В Главе 5 обсуждаются предложенные новые методологии и методы улучшения

производительности обучения и инференса, а также другие проблемы и вызовы, возника-

ющие при использовании в промышленных масштабах. Заключительный раздел, Глава

6, включает основные выводы, предложения по дальнейшим направлениям исследований

и заключительные замечания.

Глава 2

Глава посвящена обзору рекомендательных систем. Раздел 2.1 содержит основы и

общие подходы к рекомендательным системам. В следующем разделе, 2.2, рассматривают-

ся существующие контекстно-зависимые рекомендательные модели. Раздел 2.3 выделяет

преимущества и перспективы контекстных рекомендательных систем, тогда как раздел

2.4 содержит анализ выявленных недостатков и ограничений данных подходов.

Контекстные рекомендательные системы обладают рядом преимуществ, включая

повышение релевантности и персонализации, адаптивность к реальным сценариям и учет

динамичного поведения пользователей. Эти системы эффективны для снижения количе-

ства ложно-отрицательных рекомендаций за счёт учёта изменчивости предпочтений поль-

зователей в различных контекстах. Кроме того, контекстную информацию можно исполь-

зовать для аугментации данных, что улучшает обучение моделей на разреженных наборах

данных.

Несмотря на достоинства, контекстно-зависимые рекомендательные системы стал-

киваются с рядом вызовов и недостатков. Формализация контекста остаётся сложной за-

дачей из-за ее многогранности и зависимостей, что осложняет проектирование и оценку

таких моделей. Повышение вычислительных затрат возникает из-за увеличенной размер-

ности данных и весов моделей, что негативно влияет на эффективность обучения и за-
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держки на стадии предсказаний. Также, одной из проблем остается воспроизводимость,

поскольку многие контекстно-зависимые модели не имеют открытых реализаций или стан-

дартизированных протоколов оценки. Дефицит данных также ограничивает прогресс, по-

скольку немногие публично доступные наборы данных содержат богатую контекстную

информацию, выходящую за рамки временных меток. Кроме того, динамичный характер

контекста вносит нестабильность в оценку и мониторинг моделей, а риск формирования

контекстно-зависимых информационных пузырей поднимает этические вопросы, связан-

ные с автономией пользователей и разнообразием рекомендаций.

Глава 3

Данная глава представляет исследования воспроизводимости общего подхода (на

примере функции потерь BPR) в разделе 3.1, подходов к рекомендации с учетом времени

в разделе 3.2, а также алгоритмов на основе графов и графов знаний в разделе 3.3.

В разделе 3.1 мы заново исследовали матричную факторизацию на основе функ-

ции ранжирования BPR. Нам удалось успешно воспроизвести модель BPR из оригиналь-

ной статьи. Кроме того, мы проанализировали открытые реализации модели BPR и вы-

явили несоответствия и отклонения от оригинальной статьи, которые ухудшали их про-

изводительность. Примечательно, что реализация из фреймворка Cornac показала наи-

лучшие результаты среди сторонних реализаций, несмотря на отличие от оригинальной

модели. Elliot — единственный открытый фреймворк, который максимально точно сле-

дует оригинальной статье. Наше исследование показало, что настройка регуляризации и

выбор техники сэмплирования отрицательных примеров из выборки критичен для про-

изводительности и метрик качества модели. Оптимизатор SGD также играет ключевую

роль в достижении хороших результатов с моделью BPR, поскольку он неразрывно свя-

зан с сэмплированием негативных примеров. Наши результаты также показывают, что при

правильной настройке этих трех компонентов наша реализация BPR может достигать мет-

рик, близких к state-of-the-art методам, и даже превосходить некоторые из них на ряде

наборов данных. Например, наша модель статистически значимо превосходит результаты

Cornac на 8.7% по NDCG@100 на ML-20M и Mult-VAE на MSD на 10%. Наша импле-

ментация демонстрирует исключительные результаты на наборах данных с глобальным

временным разделением, превосходя даже Mult-VAE и EASE. Мы надеемся, что данные

результаты будут основой для продолжения дальнейших исследований по BPR и дру-

гим моделям, использующим целевую функцию BPR, например, такими как LightGCN,
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GRU4Rec и Transformers4Rec.

В разделе 3.2 мы предложили метод для учета текущего временного контекста

пользователя. Эффективность метода зависит от базового алгоритма и природы данных.

Наше исследование показывает, что для последовательных моделей, таких как GRU4Rec и

TiSASRec, включение информации о времени следующего взаимодействия помогает улуч-

шить качество предсказания. Напротив, для модели KDA, которая одновременно решает

задачу рекомендации и построения векторного представления графа знаний, такое вклю-

чение приводит к снижению качества. Примечательно, что на больших наборах данных

метрики качества модели TiSASRec, использующей механизм внимания, значительно пре-

восходят метрики GRU4Rec, основанной на более простых слоях GRU. Предложенный ме-

тод позволяет учитывать различные временные измерения (час, день недели, месяц) как

по отдельности, так и в комбинации, и эффективно работает на данных из различных

доменов с разной степенью разреженности. В дальнейших исследованиях можно расши-

рить направления, связанные с различными значениями временных признаков, напри-

мер, с бинаризацией временных интервалов. Также перспективным направлением явля-

ется моделирование сезонности — это достаточно сложная задача из-за необходимости

учета больших временных окон контекста и отсутствия гибкости для масштабирования в

предложенном подходе добавления временных признаков к каждому из взаимодействий

вместо батчирования взаимодействий.

В разделе 3.3 мы провели эксперименты по сравнению общих, графовых подхо-

дов и моделей на базе графов знаний на основе данных из разнообразных доменов, чтобы

оценить устойчивость и уровень качества наиболее популярных современных моделей. Ре-

зультаты показали, что выбранные подходы на предложенных данных уступают моделям,

таким как EASE и ItemKNN, не только по времени обучения, но и по качеству предска-

зания. Кроме того, двудольные графовые модели лучше улавливают коллаборативные

сигналы по сравнению с моделями на графах знаний, а добавление признаков в графы

знаний не всегда позволяет универсально решить проблему холодного старта.

Глава 4

В этой главе представлены четыре новых предложенных алгоритма для контекстно-

зависимых рекомендаций. В разделе 4.1 мы представляем зависимые от веремени и учи-

тывающие временной контекст алгоритмы TIFU-KNN.

Time-aware TIFU-KNN (TIFU-KNN-TA) легко имплементируется через несколь-
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ко изменений. Вся история покупок каждого пользователя делится на равные временные

интервалы по gs дней. tslastpuq соответствует временной метке последней обучающей кор-

зины пользователя u. Тогда корзины первой группы находятся между tslastpuq ´ gs и

tslastpuq. Взаимодействия между tslastpuq ´ 2 ¨ gs и tslastpuq ´ gs формируют вторую груп-

пу. Ограничения на временные метки групп для пользователя u выглядят следующим

образом:

groupmpuq : ptslastpuq ´ pm ` 1q ¨ gs, tslastpuq ´ m ¨ gsq, m “ 0, 1, 2, . . . (1)

В результате для каждого пользователя размер группы в днях остаётся фикси-

рованным, однако количество корзин в каждой группе и общее количество групп могут

варьироваться. Для группы rgpjq затухание остаётся таким же, как и в стандартном TIFU-

KNN. С другой стороны, коэффициент корзины группы rb изменился. Вместо номера кор-

зины в показателе степени теперь используется количество дней до конца группы (или

натуральный логарифм количества дней, в зависимости от гиперпараметра uselog). Обо-

значим правую границу группы g из выр. 1 как rlpgq, а временную метку корзины b как

tspbq:

∆tspb, gq “ rlpgq ´ tspbq, (2)

rbp∆tsq “ r
∆tspb,gq

b or rbp∆tsq “ r
ln p∆tspb,gqq

b , (3)

vg “

Bpgq
ÿ

i“0

rbp∆tsq ¨ vbi
Bpgq

. (4)

Time-dependent TIFU-KNN (TIFU-KNN-TD) имеет два отличия от Time-aware

TIFU-KNN. На этапе предсказания модель получает временную метку следующей корзи-

ны tstestpuq для каждого пользователя. В оффлайн-экспериментах это может быть момент,

когда пользователь совершает покупку следующей тестовой или валидационной корзины.

Если эксперименты проводятся онлайн, можно использовать время самого предсказания.

Для формирования групп корзин с целью расчёта пользовательского вектора vnewu вме-

сто максимальной временной метки из обучающей выборки tslastpuq используется tstestpuq.

Теперь пользователь u имеет следующие ограничения на временные метки групп:

groupmpuq : ptstestpuq ´ pm ` 1q ¨ gs, tstestpuq ´ m ¨ gsq, (5)
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Таким образом, на этапах валидации и тестирования модель получает новые век-

торы vnewu для каждого пользователя. Однако для tslastpuq определяются представления

ближайших соседей. Это сделано для того, чтобы избежать необходимости постоянного

пересчёта векторов всех ближайших пользователей. В результате мы вычисляем векторы

vnewu для целевого пользователя u, используя текущий момент времени. Однако векторы

ближайших соседей определяются только на этапе обучения.

KNNpvnewu q “ tvu0 , vu1 , vu2 , ..., vuK´1
u,

vnnpvnewu q “

K
ÿ

i“0

KNNpvnewu qris

K
,

(6)

P puq “ α ¨ vnewu ` p1 ´ αq ¨ vnnpvnewu q. (7)

В данном исследовании мы показали важность внедрения зависимости от времен-

ного контекста для рекомендаций следующей корзины. На трёх реальных наборах данных

качество предсказаний следующей корзины улучшилось за счёт замены номера корзины

на веса, зависящие от временных меток. Мы полагаем, что эти результаты стимулируют

дальнейшие исследования по разработке чувствительных к времени методов рекоменда-

ций следующей корзины как на этапе обучения, так и на этапе предсказания.

В разделе 4.2 мы представили алгоритм учёта временного контекста при вычис-

лении весов айтемов (Time-aware Item Weighting) для той же задачи - предсказания сле-

дующей корзины. Наша разработка вдохновлена эффективностью и простотой алгоритма

TIFU-KNN, учётом временного контекста в TIFU-KNN-TA и специфичными для айтемов

весами из модели SLRC. Общая схема TAIW представлена на рисунке 4.1. Предложенный

метод состоит из двух модулей: модуля повторных покупок (Repurchase Module) и модуля

учета предпочтений похожих пользователей (Neighbourhood Module).

Постановка проблемы

Пусть U обозначает множество пользователей, а V — множество айтемов. Исто-

рию потребления пользователя u P U можно представить в виде последовательности

Bu “ tpbu1 , t
u
1q, . . . , pbu

|Bu|
, tu

|Bu|
qu, где buj “ tvu,j1 , . . . , vu,j

|buj |
u — это неупорядоченное множество

айтемов (иными словами, корзина), приобретённых пользователем u в момент времени

tuj P R`. Предполагается, что tuj ă tuj`1 для всех j. Задан целевой момент времени tu
|Bu|`1,

цель состоит в том, чтобы предсказать следующую корзину bu
|Bu|`1 пользователя u.

Модуль частотности
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Рис. 4.1: Общая схема модели TAIW. Модель состоит из двух модулей: модуля повтор-
ных покупок (Repurchase Module) и модуля учета предпочтений похожих пользователей
(Neighbourhood Module). Модуль повторных покупок использует процесс Хоукса для учёта
вклада исторических покупок каждого айтема в текущий момент времени. Базовая интен-
сивность позволяет оценить релевантность айтемов как с наличием, так и с отсутствием
взаиодействий пользователя ранее. Итоговый пользовательский вектор представляет со-
бой сумму двух этих векторов. Модуль окружения хранит векторы всех пользователей
и помогает находить предпочтения похожих пользователей с целью улучшения качества
рекомендаций.

Как уже упоминалось выше, в поведении разных пользователей при повторных по-

купках наблюдается много общего, а именно — краткосрочный и долгосрочный паттерны

в распределении интервалов между потреблениями [13]. Первый относится к желанию

пользователя повторно приобрести айтем сразу после предыдущей покупки. Второй свя-

зан со сроком службы приобретённого айтема. Стоит отметить, что эти паттерны разли-

чаются от айтема к айтему, что означает: момент времени tu
|Bu|`1 может быть подходящим

для повторной покупки некоторых айтемов, а не для исследования новых. Цель модуля

повторных покупок предлагаемого метода — изучить паттерны интервалов между потреб-

лениями для всех айтемов и ранжировать айтемы по их релевантности в целевой момент

времени tu
|Bu|`1. Для этого мы используем функцию оценки, аналогичную SLRC [slrccite],

которая берёт своё начало в процессе Хоукса [7]. Релевантность айтема i P V для поль-

зователя u P U в целевой момент времени tu
|Bu|`1 выражается через оценку λu,ipt

u
|Bu|`1q и

рассчитывается следующим образом:

λu,ipt
u
|Bu|`1q “ λ0

u,i ` αi

ÿ

pbuj ,t
u
j qPBu: iPbuj , tuj ătu

|Bu|`1

γipt
u
|Bu|`1 ´ tuj q, (8)
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где λ0
u,i — это базовая интенсивность пользователя u к покупке айтема i. Функция γi

представляет собой функцию оценки временного интервала между последней корзиной,

содержащей айтем i, и моментом предсказания. Она должна быть пропорциональна ве-

роятности повторной покупки айтема через данный интервал. Параметр αi — это фактор

важности компонента повторной покупки, специфичный для айтема.

Для корректного ранжирования айтемов в целевой момент времени tu
|Bu|`1 в соот-

ветствии с их релевантностью в этот момент, функция γi должна учитывать паттерны,

специфичные для айтема. Аналогично [slrccite], мы моделируем краткосрочные и долго-

срочные паттерны повторных покупок с помощью следующего семейства функций:

γip∆tq “ πiEp∆t| βi
q ` p1 ´ πi

qN p∆t| µi, σi
q, (9)

где Ep∆t| βiq — функция плотности вероятности (PDF) экспоненциального распределе-

ния с параметром λ “ βi, N p∆t| µi, σiq — PDF гауссова распределения с параметрами

µ “ µi, σ “ σi, πi — коэффициент линейной комбинации различных паттернов. Согласно

нашему исследованию на рассмотренных наборах данных, для подавляющего большин-

ства айтемов интервал между покупками распределён экспоненциально, что указывает на

доминирование краткосрочных паттернов. Однако для некоторых айтемов наблюдается

высокая частота повторных покупок после достаточно длительных временных интервалов.

В результате, выбранное семейство функций потенциально способно описать большинство

существующих форм паттернов.

Базовая интенсивность λ0
u,i пользователя u к покупке айтема i была введена в моде-

ли SLRC для рекомендации новых айтемов. Авторы использовали модели, такие как BPR

[10] и NCF [3], с обучаемыми вложениями пользователей для моделирования этой базовой

интенсивности. На практике это можно рассматривать как ограничение [11], поскольку

такая модель не может применяться к невидимым (unseen) пользователям в индуктив-

ном сценарии. Предлагаемый метод позволяет рекомендовать новые айтемы с помощью

другого модуля. Таким образом, мы можем рассмотреть индуктивную версию TAIW без

обучения вложений на основе идентификаторов пользователей:

λu,ipt
u
|Bu|`1q “

ÿ

pbuj ,t
u
j qPBu: iPbuj , tuj ătu

|Bu|`1

γipt
u
|Bu|`1 ´ tuj q. (10)

Мы называем соответствующую модель индуктивной TAIW или TAIWI. Ниже мы пока-

жем, что TAIWI превосходит другие современные методы.
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Модуль соседей

Вдохновлённые успехом [9] пользовательских методов k-ближайших соседей (kNN)

(TIFU-KNN [5] и UPCF [1]) для NBR, мы вводим Neighbourhood Module, модуль учета

предпочтений похожих пользователей. Мы определяем представление пользователя u P U

в целевой момент времени tu
|Bu|`1 следующим образом:

fpu, tu|Bu|`1q “ pλu,1pt
u
|Bu|`1q, . . . , λu,|V |pt

u
|Bu|`1qq (11)

После этого становится возможным вычислить векторные представления для дру-

гих пользователей. Стоит отметить, что соседи должны вычисляться без утечки инфор-

мации из тестовой или валидационной выборки. Для упрощения представления соседей

можно вычислять на временных метках их последних корзин из обучающей выборки. В

результате получается множество представлений других пользователей tfpu, tu
|Bu|

q| u P Uu.

Как только мы получаем представление целевого пользователя и векторы других

пользователей, можно вычислить между ними оценки схожести. Вдохновлённые TIFU-

KNN, мы определяем итоговый вектор предсказания как линейную комбинацию представ-

ления целевого пользователя u в целевой момент времени tu
|Bu|`1 и усреднённого вектора

представлений ближайших соседей из множества tfpu, tu
|Bu|

q| u P Uu:

Pu “ α ˚ fpu, tu|Bu|`1q ` p1 ´ αq ˚
1

k

ÿ

ûPkNNpuq

fpû, tû
|Bû|

q, (12)

где kNNpuq — это множество k пользователей из обучающей выборки, имеющих наимень-

шее евклидово расстояние до представления целевого пользователя.

Модуль повторных покупок предложенных моделей содержит ряд обучаемых па-

раметров. Это θ “ tπ⃗, β⃗, µ⃗, σ⃗u, которые относятся к паттернам повторных покупок, спе-

цифичным для айтемов. В отличие от TAIWI, модель TAIW дополнительно включает

обучаемые параметры α⃗ и параметры модели базовой интенсивности. Для вычисления

базовой интенсивности в TAIW мы используем модель BPR. Для обучения параметров

модуля повторных покупок применяется функция потерь ранжирования попарного срав-

нения:

L “ ´
ÿ

uPU

ÿ

pbuj ,t
u
j qPBu

ÿ

iPbuj

lnσpλu,ipt
u
j q ´ λu,i´ptuj qq, (13)

где i´ P V \pbu1 Y bu2 Y ¨ ¨ ¨ Y bu
|Bu|

q — случайный отрицательный пример айтема. Для модели
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Таблица 4.1: Метрики предложенных моделей по сравнению с базовыми. Лучшая и вторая
по качеству модели выделены жирным шрифтом и подчеркиванием соответственно. ▲%
демонстрирует улучшение наших моделей относительно лучшей базовой модели.

D
at

as
et

Baseline
Metrics

Precision@10 Recall@10 NDCG@10

Ta
Fe

ng

GP-Pop 0.0572 0.1308 0.1084
TIFU-KNN 0.0574 0.1360 0.1179
DNNTSP 0.0502 0.1306 0.1120
SLRC 0.0621 0.1458 0.1194
TIFU-KNN-TA 0.0615 0.1503 0.1248
UPCF 0.0576 0.1365 0.1154
TAIW 0.0644 (▲3.7%) 0.1565 (▲4.1%) 0.1267 (▲1.5%)
TAIWI 0.0671 (▲8.1%) 0.1642 (▲9.2%) 0.1261 (▲1.0%)

Ta
oB

ao

GP-Pop 0.0115 0.1116 0.0741
TIFU-KNN 0.0077 0.0749 0.0524
DNNTSP 0.0002 0.0016 0.0012
SLRC 0.0116 0.1118 0.0801
TIFU-KNN-TA 0.0078 0.0763 0.0543
UPCF 0.0085 0.0824 0.0553
TAIW 0.0122 (▲5.2%) 0.1177 (▲5.3%) 0.0815 (▲1.7%)
TAIWI 0.0123 (▲6.0%) 0.1190 (▲6.4%) 0.0810 (▲1.1%)

D
H

B

GP-Pop 0.1091 0.1577 0.1490
TIFU-KNN 0.1157 0.1653 0.1613
DNNTSP 0.0613 0.0929 0.0931
SLRC 0.1192 0.1727 0.1675
TIFU-KNN-TA 0.1162 0.1705 0.1593
UPCF 0.1167 0.1663 0.1600
TAIW 0.1214 (▲1.8%) 0.1791 (▲3.7%) 0.1706 (▲1.9%)
TAIWI 0.1211 (▲1.6%) 0.1773 (▲2.7%) 0.1713 (▲2.3%)

TAIW мы добавляем стандартную L2-регуляризацию модели базовой интенсивности в L.

Кроме того, модуль учета предпочтений похожих пользователей предоставляет нашим

моделям несколько гиперпараметров: k и α. Также существуют общие гиперпараметры,

такие как learning rate, batch size. Модель TAIW включает гиперпараметры модели базовой

интенсивности.

Для ответа на RQ1 мы провели серию экспериментов согласно описанному про-

токолу для оценки. Таблица 4.1 демонстрирует, что наши методы TAIW и TAIWI пре-

восходят все базовые модели по всем наборам данных и метрикам. Кроме того, можно

выделить SLRC и TIFU-KNN-TA как наиболее сильные базовые модели. Дополнительно

мы показываем, как длина списка рекомендаций влияет на значения метрик для наиболее
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Рис. 4.2: Распределение интервалов между потреблениями и оцененные функции интен-
сивности для конкретных айтемов из набора данных Dunnhumby.

сильных базовых моделей и предложенных методов на всех наборах данных. Проведенные

эксперименты демонстрируют превосходство предложенных методов над рассмотренными

базовыми подходами.

Для изучения RQ2 мы разделили пользователей на пять равных по размеру групп

(бакетов) в соответствии с количеством дней между последней обучающей корзиной и

тестовой корзиной, чтобы исследовать предсказательную способность рассматриваемых

методов для различных временных интервалов. Предпочтения пользователей могут изме-

няться в течение времени tu
|Bu|`1´tu

|Bu|
из-за специфических паттернов повторных покупок.

В результате, TIFU-KNN может страдать от длительных временных промежутков. С дру-

гой стороны, TIFU-KNN-TA, SLRC и TAIW учитывают эти промежутки. Можно заметить,

что TIFU-KNN-TA превосходит TIFU-KNN на более длинных временных интервалах. Про-

изводительность TAIW и TAIWI деградирует медленнее, чем у других моделей. Это может

указывать на важность корректировки весов айтемов с учетом временного контекста.

Серия экспериментов, охватывающих RQ3, была проведена для оценки важности

различных компонентов предложенных моделей. Во-первых, исследовалась разница в про-

изводительности между трансдуктивным и индуктивным вариантами предложенных мо-

делей (TAIW и TAIWI). Результаты экспериментов показали, что она незначительна. Как

следствие, можно использовать преимущества индуктивной модели [11] без потери пред-

сказательной способности. Во-вторых, оценивалась производительность как TAIW, так и

TAIWI без использования Neighbourhood Module (SLRC и процесса Хоукса соответствен-

но). Это позволило сделать вывод, что использование Neighbourhood Module привносит

значительное улучшение и повышает устойчивость метрик на всех наборах данных.

Для ответа на RQ4 мы проанализировали оцененные функции интенсивности из

уравнения 9 для различных айтемов из набора данных Dunnhumby, поскольку он содер-
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жит интерпретируемые категории айтемов. На рисунке 4.2 представлены результаты для

трех разных товаров. Фактические распределения интервалов между потреблениями и

оцененные функции довольно близки. Можно заметить, что у всех трех айтемов наблю-

дается уменьшение краткосрочных повторных покупок. Однако для зубной пасты и сыра

наблюдается увеличение повторных покупок через 150–250 дней, тогда как кондиционер

для волос чаще всего покупают повторно через 50–100 дней. Стоит отметить, что набор

данных Dunnhumby включает транзакции от разных домохозяйств, которые, вероятно,

повторно покупают товары для дома спустя длительный период времени. В целом, па-

раметры TAIW успешно справляются с различными паттернами повторных покупок для

каждого айтема.

Для проверки RQ5 мы проанализировали зависимость предсказательной способ-

ности TAIW от вклада ближайших соседей в прогноз. Наши целевые метрики (NDCG@10

и Recall@10) изменяются как функция гиперпараметра α модуля Neighbourhood Module.

Полученная зависимость позволяет сделать вывод, что паттерны повторных покупок не

полностью обобщаются. Фактически, наблюдается значительное снижение производитель-

ности TAIW, когда α принимает значения, близкие к нулю, и предсказания зависят только

от соседей пользователя. Это может означать, что на практике число различных пользо-

вателей ограничено, поэтому поиск очень похожих соседей может быть сложным. Однако

оптимальное значение α меньше 0.5. В результате, вклад от соседей оказывается более зна-

чимым, чем вклад от представления пользователя, для лучшей конфигурации TAIW. Это

может указывать на то, что паттерны повторных покупок все же могут быть обобщены.

В разделе 4.3 мы исследуем модифицированные алгоритмы GRU4Rec и TiSASRec

с добавленными временными признаками для повышения их предсказательной способно-

сти. Мы извлекаем временной контекст из временных меток, связанных с взаимодействи-

ями пользователь–айтем, включая час и день недели. Затем мы создаем последовательно-

сти признаков T u, соответствующие последовательностям айтемов Su, со сдвигом на один

элемент. Например, если пользователь u взаимодействовал с последовательностью айте-

мов r1, 27, 13, 81, 64s в соответствующие часы r12, 10, 23, 15, 19s, мы сдвигаем временную

последовательность на один элемент, чтобы каждый её элемент соответствовал времени

следующего айтема в последовательности айтемов (см. рисунок 4.3).

Пусть Su “ su1 , ..., s
u
|Su|

обозначает последовательность взаимодействий пользователя

u в соответствующие временные метки T u “ tu1 , ..., t
u
|Tu|

. Мы хотим предсказать следующее

взаимодействие Su
next после Su, происходящее в момент времени tunext. Во время обучения

моделей мы знаем как Su
next, так и tunext. Таким образом, мы можем строить представления

23



Items:

Hours:

 1    27    13    81    64 98

10    23    15    19      812

History items

History hours

Target

Рис. 4.3: Последовательность часов, сдвинутых на одну позицию к последующей интерак-
ции.

пользователей на основе последовательности Su и псевдо-последовательности временных

меток P u “ tu2 , ..., t
u
|Tu|

, tunext. Обратите внимание, что мы игнорируем tu1 и начинаем P u с tu2 .

Такой сдвиг позволяет вставить tunext в конец P u. Это означает, что когда модель строит

представление пользователя на основе последнего айтема, она также будет учитывать

признаки текущего времени tunext. Как можно заметить, такой подход добавляет временной

контекст в большинство существующих рекомендательных систем следующего айтема.

Мы используем несколько способов включения P u в модель:

1. Конкатенация эмбеддингов айтемов и временных меток с последующим уменьше-

нием размерности эмбеддингов вдвое, чтобы размер итогового эмбеддинга соответ-

ствовал другим размерностям.

2. Конкатенация эмбеддингов айтемов и временных меток с удвоением размера следу-

ющего слоя для соответствия размеру итогового эмбеддинга.

3. Конкатенация эмбеддингов айтемов и временных меток с удвоением размеров всех

остальных эмбеддингов.

4. Суммирование эмбеддингов айтемов и временных меток.

Эти методы могут быть легко интегрированы в различные архитектуры. В данной

работе мы рассматриваем две популярные модели — GRU4Rec [4] и TISASRec [8]. Обе мо-

дели принимают Su в качестве входа и пытаются предсказать следующий элемент Snext.

Мы добавляем P u с использованием вышеуказанных методов и далее демонстрируем ре-

зультаты. Стоит отметить, что TISASRec изначально является моделью, учитывающей

временные факторы, поскольку она учитывает временные интервалы между потребле-

ниями айтемов. Однако наш подход отличается тем, что мы дополнительно добавляем

временной контекст к уже используемым временным интервалам — это отличительная

черта оригинальной модели TISASRec. Таким образом, мы можем исследовать, вносит ли

временной контекст дополнительную ценность в модель, которая уже учитывает времен-

ные интервалы (TISASRec), и в классическую последовательную модель (GRU4Rec).
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Рис. 4.4: Последовательность часов, сдвинутая на один шаг вперёд относительно последо-
вательности айтемов.

Рис. 4.5: Оценки релевантности из GRU4Rec
со сдвигом (час + день) и оригинального
GRU4Rec для айтема категории Bus Station
в течение всей недели.

Рис. 4.6: Оценки релевантности из GRU4Rec
со сдвигом (час + день) и оригинального
GRU4Rec для айтема категории Music Venue
в течение всей недели.

Из-за ограничений в вычислительных ресурсах мы продемонстрировали ограничен-

ное число экспериментов, и дальнейшую работу можно развить в нескольких направле-

ниях. Во-первых, следует провести более глубокий анализ и исследовать вопрос, учится

25



ли модель некоторым пользовательским временным паттернам или она просто исполь-

зует и воспроизводит статистическую информацию о временных паттернах потребления

айтемов. Если модель выдает более высокие оценки айтему в определенный день неде-

ли только потому, что он популярен в этот день, то её можно улучшить, попытавшись

лучше учесть временные привычки пользователя. Во-вторых, наши эксперименты можно

распространить на другие типы рекомендательных моделей, чтобы показать их универ-

сальность, поскольку это не требует существенных изменений в архитектуре модели. Мы

надеемся, что дополнительные эксперименты подтвердят эффективность нашего метода.

В разделе 4.4 мы предлагаем TimeKGAT. В стандартной постановке задачи ре-

комендаций задана история взаимодействий пользователей с определенными айтемами.

Пусть U — множество пользователей, I — множество айтемов, а H “ e|e P U Y I. Мы

можем представить взаимодействия пользователей в виде двудольного графа, в котором

существует ребро pu, iq P E, где E — множество рёбер графа, если пользователь u взаимо-

действовал с айтемом i.

Помимо пользователей и айтемов, в данной работе для рекомендаций используется

внешняя информация в виде графа знаний, который может быть объединён с двудольным

графом взаимодействий пользователей и айтемов. Поскольку граф знаний состоит из три-

плетов ph, r, tq|h, t P E , r P O, где E — множество сущностей, а O — множество отношений

в графе, мы вводим новый триплет pu, Interaction, iq. По сути, это ребро из двудольного

графа пользователь–айтем, но с указанием типа отношения. Далее мы строим новый граф

знаний T “ ph, r, tq|h, t P G, r P R, где G “ e|e P E Y H и R “ r|r P O Y Interaction. Под

взаимодействием мы подразумеваем покупки, клики и т. д.

Мы вводим три новых понятия: статические отношения, временные отношения и

временной срез графа знаний. Статическое отношение определяется как триплет ph, r, tq P

T , не зависящий от времени. Например, товар может принадлежать к музыкальной ка-

тегории — это статическое отношение в рамках данной работы. Временное отношение —

это четверка pt
1

, h, r, tq, где t
1 — временная метка отношения (например, время покупки

или клика). В дальнейшем мы будем рассматривать статические отношения как четверки

pH, h, r, tq. Временным срезом графа знаний называется множество четверок из исходного

графа, включающее все статические отношения и часть временных отношений, попадаю-

щих в временной интервал среза. Формально, пусть T “ pt
1

, h, r, tq|h, t P G, r P R, t
1

P R Y Ø

— множество четверок из исходного графа знаний.
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Рис. 4.7: Архитектура TimeKGAT

Тогда:

SpT , tfrom, ttoq “ pt
1

, h, r, tq|pt
1

, h, r, tq P T zpt
1

, h, r, tq|pt
1

, h, r, tq P T , t
1

­“ H, t
1

ă tfrom _ t
1

ě ttoq.

Пусть задано множество временных точек для разбиения графа t1, t2, ..., tn´1, tn, tn`1,

где ti ď tj, @i ă j, и множество четверок T из некоторого графа знаний. Тогда задачу

можно сформулировать следующим образом: при заданных временных срезах ST
slices “

SpT ,´8, t1q, ..., SpT , tn´1, tnq “ ST t1, ..., S
T tn необходимо предсказать объекты, с кото-

рыми пользователи будут взаимодействовать в следующем временном срезе, то есть в

ST tn ` 1.

Архитектура TimeKGAT

TimeKGAT consists of two modules: an aggregation block, which is a convolutional

graph neural network with an attention mechanism, and a recommendation generation block

based on LSTM. The optimization of the blocks occurs separately. The architecture is visually

represented in Fig. 4.7.

Аггрегирующий блок. TimeKGAT состоит из двух модулей: блока агрегации,

представляющего собой графовую нейронную сеть с механизмом внимания, и блока гене-

рации рекомендаций, основанного на LSTM. Оптимизация блоков происходит отдельно.
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Архитектура визуально представлена на рисунке 4.7.

Модель принимает на вход набор временных срезов ST
slices. Во всех упомянутых

выше работах используются одинаковые представления сущностей ei P Rd, где ei — это

латентное представление сущности i, а d — размерность скрытого представления. Однако

такой подход не подходит для сценария, предложенного в этой работе, поскольку необ-

ходимо использовать различные представления для одних и тех же сущностей в разных

временных срезах. Для решения этой задачи мы вводим несколько функций ft : N Ñ Rd,

где t “ 1..
ˇ

ˇST
slices

ˇ

ˇ, которые отображают сущности в разные латентные пространства (при-

сваивая каждой сущности натуральное число в порядке перечисления). Далее необходимо

определить механизм агрегации информации из графа знаний. В работе используется

KGAT [14], поскольку это один из самых популярных методов агрегации информации из

графов знаний с использованием сверточных методов.

Рассмотрим конкретный временной срез ST t. Для каждой сущности h в срезе опре-

делим множество её соседей N t
h “ ph, r, sq|pt

1

, h, r, sq P ST t. Агрегированное представление

вершины h можно получить как взвешенную сумму её соседей:

eN t
h “

ÿ

ph, r, sq P Nt
hπtph, r, sqes,t (14)

где πtph, r, sq — влияние соседа s на исходную вершину в срезе t, а es,t — представление

вершины s в срезе t. Значение влияния рассчитывается следующим образом:

π
1

tph, r, sq “ pWres, tq
T tanhpWreh,t ` erq πtph, r, sq “

exppπ
1

tph, r, sqq
ř

ph, r1 , s1
q P N t

h exp pπ1tph, r1 , s1
qq

(15)

Аналогично GraphSage [2], функция агрегации информации представляется как

fGraphSagepeh,t, eNt
h
q “ LeakyReLU

´

W peh,t}eNt
h
q

¯

(16)

Итеративно можно получить финальные представления вершин на разных уровнях глу-

бины:

ep0qh, t “ ftphq eplqh, t “ fGraphSagepe
pl´1qh, t, epl´1qN t

hq (17)

Блок генерации рекомендаций. Для получения оценок релевантности айтемов

блок использует конкатенированные представления пользователей и айтемов, полученные
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из разных слоев графовой сверточной нейронной сети. Конкретно, это выражается как

eo, t “ ep0qo, t}ep1qo, t...}eplqo, t для заданного айтема o в срезе t, где l — количество слоев, а

} обозначает операцию конкатенации. При заданной последовательности срезов размера

N , эти представления подаются в LSTM. Представление сущности o получается как yo,T “

LSTMpeo, 1, e˚o, 2, ..., e˚o, T q в момент времени T . Предпочтение определяется значением

скалярного произведения ă yu, T , yi,T ą, где u — пользователь, а i — айтем. Чем выше

значение, тем вероятнее взаимодействие пользователя с айтемом в следующем срезе T `

1. Во время обучения используются первые |ST
slices| ´ 1 срезов, а для генерации оценок

релевантности для пользователей в тестовый период — срезы 2...|ST
slices|.

Алгоритм обучения модели. Оригинальный KGAT обучает представления по-

следовательно: сначала обучаются представления TransR, затем оптимизируется задача

рекомендаций, которая модифицирует представления пользователей и айтемов. В рам-

ках данной работы используется иной подход: сначала представления TransR обучаются

по всем временным срезам, а затем LSTM оптимизируется для предсказания айтемов на

один срез вперед с учетом предыдущей истории.

Предположим, у нас есть последовательность временных срезов ST
slices. Обозначим

Ot “ ph, r, p, nq|pt
1

, h, r, pq P ST t, pt
1

, h, r, nq R ST t. Тогда представления TransR можно обу-

чить, оптимизируя следующий функционал:

gtph, r, sq “

›

›

›
Wre

p0q

h,t ` er ´ Wre
p0q

s,t

›

›

›

2

2
(18)

LKG “
1

|ST
slices|

|ST
slices|
ÿ

t“1

ÿ

ph,r,p,nqPOt

´ log σpgtph, r, nq ´ gtph, r, pqq (19)

Требуется, чтобы не наблюдаемые рёбра в графе имели значения gt, большие, чем

у наблюдаемых. Именно это и позволяет достичь данная функция потерь.

После обучения представлений вершин, учитывающих структуру графа, следу-

ющим шагом становится оптимизация задачи рекомендаций. Мы выбираем пользова-

телей так, чтобы у каждого из них были взаимодействия в каждом срезе. Обозначим

Uf Ď U — множество таких пользователей, I — множество всех айтемов, а Iu, t “

pu, ip, inq|pt
1

, u, r, ipq P ST
t , pt

1

, u, r, inq R ST
t ;u P Uf , ip, in P I, r P R — множество реальных и

ложных взаимодействий пользователя u в момент времени t.

Оптимизация проводится по первым |ST
slices| ´ 1 срезам для функционала, который
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представляет собой небольшую модификацию BPR [10]:

simpu, i, tq “ă yu,t, yi,t ą (20)

Lpu, tq “
ÿ

pu,ip,inqPIu,t`1

´ log σpsimpu, ip, tq ´ simpu, in, tqq (21)

Lrec “
1

|ST
slices| ´ 1

|ST
slices|´1
ÿ

t“1

ÿ

uPUf

Lpu, tq (22)

Функция потерь подразумевает, что наблюдаемые взаимодействия должны иметь боль-

шую релевантность, чем ненаблюдаемые.

Ограничения подхода. Преимущество этой модели заключается в способности

использовать временную структуру для последующих рекомендаций. Однако недостат-

ком является высокое потребление вычислительных ресурсов при обучении на большом

количестве временных срезов из-за повторяющихся статических связей в каждом из них.

Возможным решением этой проблемы является выделение графа знаний, содержащего

только статические связи, в отдельный модуль для повторного использования в каждом

срезе. Однако это приведёт к потере динамики предпочтений в представлениях, которая

уникальна для каждого среза.

Результаты показывают, что подход к интеграции времени в графы знаний демон-

стрирует значительно лучшее качество. Таким образом, модель способна учитывать инте-

ресы пользователей в графе, изменяющиеся со временем. Низкое качество KGAT можно

объяснить тем, что он не был разработан для задач рекомендаций с учётом будущих со-

стояний.

Глава 5

В разделе 5.1 мы представляем результаты ablation study и обширные экспери-

менты по улучшению функции потерь BPR. Оптимизированная реализация алгоритма

BPR (Bayesian Personalized Ranking) демонстрирует потенциал повышения метрик каче-

ства до 50% на публичных наборах данных. Кроме того, проведённое исследование даёт

ценное понимание ключевых гиперпараметров при обучении рекомендательных моделей.

В частности, подчёркивается важность использования регуляризации, адаптивной отри-

цательной выборки, SGD в качестве оптимизатора и отключения смещений айтемов для

достижения оптимального качества.

В разделе 5.2 представлены результаты экспериментов с ID-free эмбеддингами. В
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данном исследовании мы предложили метод построения векторов, основанный исключи-

тельно на последовательностях взаимодействий, который может использоваться в архи-

тектурах существующих последовательных рекомендательных моделей вместо пользова-

тельских эмбеддингов. Наш метод не требует постоянной дообучения модели при увеличе-

нии числа пользователей и является экономным по памяти. Обширные эксперименты на

трёх реальных наборах данных показали, что качество большинства оцениваемых моделей

улучшилось. Кроме того, мы исследовали взаимосвязь между относительным улучшени-

ем качества и длиной последовательности айтемов при применении нашего метода. Таким

образом, мы предлагаем исследователям экспериментировать с нашим подходом в своих

работах вместо использования ID-зависимых пользовательских эмбеддингов. Наши ре-

зультаты могут открыть новое направление для ablation study, посвящённых применению

пользовательских эмбеддингов в рекомендательных системах. В будущем мы планируем

применить наш подход к более современным моделям и протестировать более сложные ар-

хитектуры, чем GRU. Кроме того, важно исследовать, насколько высоким и стабильным

остаётся качество при крайне малом числе взаимодействий пользователя с айтемами.
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5 ВЫВОДЫ

Вклад работы

Данная диссертация демонстрирует результаты исследований по теме "Разработка

подходов для повышения качества контекстных рекомендательных систем и алгоритмов".

Мы предложили четыре новых алгоритма для контекстных рекомендаций. Первый

предложенный метод — это контекстный алгоритм TIFU-KNN, учитывающий временные

признаки в двух разных модификациях - TIFU-KNN-TA и TIFU-KNN-TD. Стоит отме-

тить, что TIFU-KNN представляет собой подход, основанный на частоте, который превос-

ходит другие модели на задаче рекомендаций следующей корзины на различных откры-

тых наборах данных [12, 6]. Разработанные методы обобщают TIFU-KNN на контекстно-

зависимую рекомендательную модель и повышают релевантность рекомендаций на ре-

альных наборах данных. Это подчёркивает ценность замены взвешивания по порядковому

номеру корзин на взвешивание по длительности временных интервалов между взаимодей-

ствиями, а также улучшает качество рекомендаций за счёт введения временных признаков

не только на этапе обучения, но и на этапе предсказания из модели.

Второй подход — это новый метод Time-Aware Item-based Weighting (TAIW), ос-

нованный на процессе Хоукса. Он состоит из двух различных модулей архитектуры для

задачи предсказания следующей корзины и преодолевает ограничения оригинального ал-

горитма TIFU-KNN. Для обеспечения воспроизводимости и развития дальнейших иссле-

дований мы опубликовали в открытый доступ имплементацию TAIW. Мы провели экс-

перименты на трёх реальных наборах данных и показали, что TAIW превосходит хоро-

шо настроенные по гиперпараметрам высокопроизводительные базовые модели на задаче

NBR, улучшая Recall@k, NDCG@k и Precision@k (k “ 5, 10) на 9.2%. Дополнительно, мы

провели анализ важности временного контекста и значимости каждой из компонент для

более глубокого понимания TAIW.

Кроме того, мы предложили метод для последовательных рекомендательных си-

стем, который интегрирует и использует временную информацию для повышения пред-

сказательной способности на предсказании следующих элементов на данных из последо-

вательностей. Мы добавили временной контекст к моделям TiSASRec и GRU4Rec, срав-

нивая несколько способов объединения эмбеддингов айтемов и времени и найдя наиболее

оптимальный из них вариант.

Мы также представили новый двухуровневый графовый алгоритм TimeKGATLstm,
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который использует внешнюю информацию в виде графа знаний, который может быть

объединён с двудольным графом взаимодействий пользователей и объектов рекоменда-

ций и включает время как дополнительное измерение в виде временных графовых срезов

с целью учета динамики изменения пользовательских предпочтений. Эксперименты по-

казали лучшее качество по сравнению с исходной моделью KGAT на открытых данных о

покупках.

Значимый вклад был сделан через исследования воспроизводимости общих, вре-

менных и графовых подходов для рекомендательных систем. Стандартизированный об-

щий протокол оценки экспериментов позволил сравнивать существующие и предложенные

новые алгоритмы благодаря использованию одних и тех же наборов данных, метрик ка-

чества и подобранных гиперпараметров для бенчмарков. Наши исследования показали,

что точность моделей, основанных на графах знаний и графах, требует улучшений по

сравнению с общими подходами. Кроме того, мы опубликовали набор данных TTRS, ос-

нованный на анонимизированной истории покупок пользователей T-банка для вклада в

развитие исследований на более новых наборах данных и изменившемся пользовательском

поведении.

Помимо основных экспериментов, мы разработали индуктивные сценарии для ре-

шения проблемы холодного старта пользователя (например, технику ID-free эмбеддингов и

обобщенную версию своего алгоритма TAIW — TAIWI). Эти результаты позволяют иссле-

дователям и ML-инженерам внедрять дополнительные улучшения для разработки систем

рекомендаций.

Оптимизированная реализация алгоритма BPR демонстрирует потенциал повыше-

ния метрик качества до 50% на публичных наборах данных. Проведённое исследование

даёт ценное понимание о ключевых и наиболее важных гиперпараметрах при обучении

рекомендательных моделей. В частности, подтверждена важность использования регу-

ляризации, адаптивного сэмплирования отрицательных примеров, использования SGD в

качестве лучшего из апробированных оптимизаторов и отсутствие обучения смещений ай-

темов для достижения наилучших метрик качества.

Новые методы и предложенные алгоритмы, в которых время вводится как допол-

нительный вектор, могут быть обобщены не только на временные, но и на другие типы

контекстно-зависимых моделей (локация, состояние окружения и т.д.), однако требуют

дальнейших исследований и улучшений.
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Перспективы дальнейших исследований

Результаты и методология, разработанная в рамках данного исследования по улуч-

шению качества контекстных рекомендательных систем, открывают несколько перспек-

тивных направлений для будущих исследований. Одним из таких направлений являет-

ся изучение дополнительных контекстуальных факторов, помимо временных сигналов —

таких как географическое положение пользователя, характеристики окружающей среды

и другие типы контекста, которые могут дополнительно повысить адаптивность и реле-

вантность рекомендаций на основе предложенных алгоритмов. Еще одним крайне важным

направлением является исследование масштабируемости и вычислительной эффективно-

сти новых разработанных моделей применительно к высоконагруженным приложениям

и системам на основе больших данных. На практике время отклика и объем потребле-

ния ресурсов часто являются критическими и блокирующими факторами для внедрения

рекомендательных систем.

Мы также выделили ряд текущих ограничений предложенных нами алгоритмов, ко-

торые указывают на соответствующие открытые исследовательские вопросы для дальней-

шего улучшения. Наконец, дополнительные исследования, оценивающие эффективность

и удовлетворённость пользователей контекстными рекомендательными системами на го-

ризонте продолжительного времени, могут дать ценную информацию о долгосрочных эф-

фектах влияния на вовлечённость и поведение пользователей. Продолжая исследования

в этих направлениях, будущие работы смогут способствовать дальнейшему развитию и

применению контекстных рекомендательных систем как в академической, так и в инду-

стриальной сферах.
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