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1 Введение

1.1 Тема диссертации

Диффузионное вероятностное моделирование [1, 2] это один из подходов к генеративному
моделированию, использующий стохастическое исчисление [3], техники оценивания функ-
ции вклада [4] и глубокое обучение [5]. За последнее время диффузионные вероятностные
модели (DPM) показали впечатляющие результаты по генерированию данных различных
типов, в том числе изображений [6, 7], видео [8], графов [9], молекул [10], рукописных дан-
ных [11], а также многих других. Данная работа исследует применимость диффузионных
моделей к аудио на примере двух задач: синтеза речи по тексту и переноса голоса.

В диссертации предлагается обобщение стандартной сохраняющей дисперсию диффузии
[2], а также разрабатывается необходимый аппарат для обучения обобщённых диффу-
зионных моделей и генерирования данных с их помощью. Обобщённая диффузионная
модель затем становится основой для модели синтеза речи по тексту и, с учётом необходи-
мых изменений, продиктованных особенностями задачи, для модели переноса голоса по
единственному речевому фрагменту. Из-за итеративности процесса генерации с помощью
диффузионных моделей и сложности задачи воспроизведения голосов, не присутствовавших
в обучающей выборке, при использовании стандартных методов генерации получающаяся
модель переноса голоса имеет очень низкую скорость работы. Для того чтобы частично
исправить этот недостаток, предлагается метод генерации максимального правдоподобия
и приводятся теоретические результаты, обосновывающие этот метод. Наконец, данная
работа раскрывает преимущества метода переноса стиля, основанного на предположении
об оптимальности решения транспортной задачи, применительно к упомянутой модели
переноса голоса.

1.2 Актуальность работы

Понятие синтеза речи относится к целому ряду задач, нацеленных на генерирование раз-
борчивой и звучащей естественно речи, обусловленной на некоторую входную информацию.
В моделях синтеза речи по тексту входной информацией является текст; если вдоба-
вок к этому имеется образец некоторого голоса, то говорят, что модель, синтезирующая
речь этим голосом, решает задачу клонирования голоса; в случае если текст не входит в
число входных данных, а лингвистическое содержание синтезируемой речи должно быть
выведено из некоторого исходного речевого фрагмента и произнесено голосом, звучащим в
другом речевом фрагменте, то такая задача называется переносом голоса. К синтезу речи
также относят задачи, связанные с различными модальностями речи, такими как пение
или шёпот, а также иными видами входных данных (например, видео с разговаривающими
людьми). Данная работа затрагивает две задачи синтеза речи: синтез речи по тексту и
перенос голоса.

Алгоритмы синтеза речи могут быть разделены на два основных класса: конкате-
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нативный синтез [12] и статистический параметрический синтез [13]. Алгоритмы,
принадлежащие к первому классу, генерируют речь посредством конкатенации записанных
заранее речевых единиц, например пар или троек последовательных звуков. Несмотря на
достаточно неплохие результаты, которые может показать должным образом построенная
и обученная система конкатенативного синтеза, такой системе будет не хватать гибкости,
поскольку она слишком сильно зависит от размера и качества записанных заранее речевых
единиц [14]. Статистический параметрический синтез использует статистические модели,
обученные при помощи алгоритмов машинного обучения на корпусах, содержащих есте-
ственную человеческую речь. При генерировании речи статистическими параметрическими
системами не задействуются базы данных из записанных заранее звуков, поэтому такие
системы являются в особенности предпочтительными в тех случаях, когда важно уметь
синтезировать разные голоса (в том числе не присутствовавшие в обучающей выборке) и
моделировать разные эмоции и прочие аспекты, делающие речь более вариативной.

Типичные системы статистического параметрического синтеза речи по тексту состоят
из трёх основных частей:

• Модуль анализа текста. Входной текст необходимо обработать с целью предостав-
ления стандартизованной и фонетически корректной информации последующим
модулям. Например, две входных текстовых последовательности «4 cats» и «four
cats» должны быть преобразованы в одну и ту же последовательность фонетически
значимых единиц, например фонем «fO: kæts» Международного фонетического ал-
фавита. Стандартизация входного текста (например, обработка чисел, дат, времени,
денежных единиц, номеров телефонов, электронных адресов, сокращений и т.д.)
называется нормализацией текста; обычно за ней следует фонемизация, результат
которой передаётся в следующий модуль.

• Модуль генерирования акустических признаков. Как правило, вместо того, чтобы
предсказывать звуковую волну непосредственно по входным фонемам, сначала генери-
руют промежуточные акустические признаки (например, сжатые частотно-временные
признаки, такие как мел-спектрограммы [15]). Причина этого состоит в том, что
звуковая волна сама по себе избыточна с точки зрения восприятия речи в том смысле,
что существует множество волн, соответствующих речевым сигналам, неразличимым
с точки зрения человеческого восприятия (например волны, отличающиеся фазой
или амплитудными характеристиками записывающих устройств). Кроме того, речь
высокого качества обычно имеет частоту дискретизации не менее 16 килогерц, т.е.
16000 отсчётов в секунду, и соседние отсчёты могут оказаться сильно скоррелирован-
ными [16], в то время как акустические признаки, достаточные для воспроизведения
высококачественной речи, обычно имеют гораздо меньшую частоту дискретизации
(порядка нескольких сотен отсчётов в секунду) и менее скоррелированны друг с
другом, поэтому генерировать их проще. Модуль, обученный производить такие
промежуточные признаки по входным фонемам, называется акустической моделью.
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• Модуль генерирования звуковой волны. Как правило, завершающим модулем, пре-
образующим акустические признаки в звуковую волну, соответствующую входной
последовательности фонем, служит вокодер. Вокодер [17] это алгоритм, кодирую-
щий речевой сигнал в компактное представление, которое может быть декодировано
обратно в речевой сигнал с минимальными потерями в качестве с точки зрения
человеческого восприятия. Таким образом, вокодер может служить не только как
голосовой кодек, но и быть составной частью систем синтеза речи по тексту в случае,
если акустическая модель обучена порождать акустические признаки, совпадающие
с используемыми в этом вокодере.

Первые успешные статистические параметрические системы использовали классические
модели машинного обучения (например, скрытые марковские модели и модели гауссовой
смеси [18, 19]) в качестве вокодеров и акустических моделей, а также использовали клас-
сические методы обработки речевых сигналов, однако стремительное развитие глубокого
обучения привело к возникновению и последующему росту популярности подхода, осно-
ванного на глубоких нейронных сетях [20, 21] и опирающегося исключительно на данные.
Указанный подход используется и в данной работе для построения модулей генерирования
акустических признаков, т.е. работа исследует глубокие нейронные акустические модели.
Что касается задачи синтеза речи по тексту, в работе рассматриваются модели, порож-
дающие мел-спектрограммы по входному тексту, тогда как для задачи переноса голоса
рассматриваются модели, генерирующие мел-спектрограммы, соответствующие лингви-
стической информации (в первую очередь, тексту), содержащейся в некоторой исходной
мел-спектрограмме. В первом случае решается так называемая задача одноголосого синтеза
речи по тексту, т.е. синтеза тем единственным голосом, которым записана обучающая
выборка. Во втором случае синтез должен осуществляться голосом из заданного образца
речи, который подаётся на вход системе вместе с исходной мел-спектрограммой. В случае
если и голос из исходной мел-спектрограммы, текст которой модель должна воспроизвести,
и голос, которым необходимо синтезировать этот текст, не присутствовали гарантированно
в обучающей выборке, говорят, что решается задача переноса голоса по единственному
речевому фрагменту, и именно эта задача находится в центре внимания работы.

Генеративные нейронные сети, использующиеся для порождения акустических призна-
ков, делятся на две основных категории: авторегрессионные [21] и неавторегрессионные
[22, 23]. Несмотря на то, что авторегрессионные модели достаточно естественно применять
в качестве акустических моделей, потому что речь по своему существу является последова-
тельной, авторегрессионность оказывается причиной ряда проблем. Авторегрессионные
акустические модели обычно задействуют механизм внимания [24], неправильная работа
которого приводит к ошибкам в произношении (например, пропуску некоторых звуков или
слов, а также, напротив, их повторению). Кроме того, авторегрессионный синтез чувстви-
телен к накоплению ошибок в сгенерированных словах или звуках. Наконец, такой способ
синтеза неэффективен с точки зрения скорости работы модели. Неавторегрессионные
генеративные архитектуры, основывающиеся, например, на вариационных автокодиров-
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щиках [25] и нормализующих потоках [26], могут быть предложены в качестве решения
указанных проблем. В данной работе рассматриваются акустические модели, основанные
на ещё одном виде неавторегрессионных генеративных моделей, а именно – на диффу-
зионных вероятностных моделях [2]. Такой выбор обусловлен тем, что диффузионные
вероятностные модели (DPM) работают лучше, чем остальные виды генеративных моделей,
для большинства широко используемых типов данных (например, изображений [6] и видео
[8]).

Классические диффузионные модели работают на пространстве, в котором находятся
данные, и не имеют скрытого пространства в отличие от уже упомянутых вариационных ав-
токодировщиков или, например, генеративных состязательных сетей [27]. Эта особенность
влечёт за собой стабильность обучения и делает компоненты систем, основывающихся на
диффузионных моделях, более интерпретируемыми. В данной работе предлагается модифи-
цировать одну из самых успешных неавторегрессионных акустических моделей синтеза речи
по тексту Glow-TTS [22] путём замены нормализующих потоков диффузионными моделями
в части, непосредственно отвечающей за генерирование признаков. Таким образом, модифи-
цированная модель, получившая название Grad-TTS, состоит из трёх частей: (i) текстовый
энкодер, кодирующий входную текстовую последовательность; (ii) модуль, предсказываю-
щий длительности и осуществляющий тем самым выравнивание между закодированной
текстовой последовательностью и речью; (iii) диффузионный декодер, преобразующий
закодированный текст в мел-спектрограмму. В то время как в Glow-TTS закодированная
текстовая последовательность, выровненная посредством длительностей, предсказанных
соответствующим модулем, не имеет чёткой интерпретации (это просто последовательность
скрытых признаков, преобразуемых в целевую мел-спектрограмму декодером с помощью
нормализующих потоков), в Grad-TTS такая выровненная последовательность аппрокси-
мирует целевую мел-спектрограмму, и эта аппроксимация затем улучшается посредством
диффузионного декодера. Такая схема позволяет считать закодированные текстовые по-
следовательности, выровненные моделью Grad-TTS, приближёнными версиями целевых
мел-спектрограмм. Следовательно, в отличие от Glow-TTS, эти последовательности интер-
претируемы. В конечном итоге, выбор DPM в качестве основы для модели синтеза речи по
тексту не только позволяет добиться лучшего качества звука по сравнению с нормализу-
ющими потоками (вследствие, по всей видимости, общего превосходства диффузионных
моделей над прочими генеративными моделями), но и существенно улучшает просодию.
Причина, вероятно, состоит в том, что акустической модели проще выучить правильное
и точное выравнивание между текстом и универсальными акустическими признаками
(такими как мел-спектрограммы в Grad-TTS), хотя бы и приближёнными, чем между
текстом и некими скрытыми акустическими признаками (как в Glow-TTS).

Для решения задачи переноса голоса модуль, предсказывающий длительности, не
требуется – длины исходных и сгенерированных мел-спектрограмм должны быть равны в
силу самой постановки задачи переноса голоса, в отличие от задачи синтеза речи по тексту, в
которой длина входной текстовой последовательности в общем случае не совпадает с длиной
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сгенерированной мел-спектрограммы по временной оси. Таким образом, модификация
модели Grad-TTS, способная решать задачу переноса голоса, это классическая модель
типа «энкодер-декодер» [28, 29]: она состоит из (i) энкодера, кодирующего исходную мел-
спектрограмму, и (ii) диффузионного декодера, обусловленного на образец голоса, который
необходимо перенести на исходный речевой фрагмент. Как и во всех подобных моделях,
одна из самых важных и сложных задач заключается в отделении лингвистического
содержания от информации о тембре голоса в исходной мел-спектрограмме. В данной
работе предлагается использовать «усреднённую» мел-спектрограмму с целью решить
эту задачу: энкодер обучается переводить исходные мел-спектрограммы в пофонемно
усреднённые по всем записям из обучающей выборки. Иными словами, закодированная
исходная мел-спектрограмма соответствует речи, в которой каждая фонема произносится
«усреднённым» голосом, не соответствующим никакому конкретному голосу из обучающей
выборки, поскольку мел-признаки этой фонемы усреднены по всем записям, содержащим
эту фонему. Описанный метод для отделения лингвистической информации от информации
о тембре, а также высококачественное диффузионное декодирование составляют основу
предлагаемого в работе алгоритма переноса голоса по единственному речевому фрагменту,
который благодаря этим особенностям превосходит современные ему алгоритмы по качеству
синтеза.

Несмотря на отличные результаты диффузионных моделей во многих областях с точки
зрения качества генерации, эти модели известны как имеющие очень низкую скорость
работы [7]. Классические диффузионные модели порождают данные в соответствии с
итеративной процедурой, которую можно рассматривать как решение некоторого диф-
ференциального уравнения в пространстве данных. В зависимости от дополнительных
ограничений на количество вычислений или желаемые свойства генерируемых объектов
это уравнение может быть либо стохастическим (СДУ), либо обыкновенным (ОДУ) [2, 30].
При использовании методов решений дифференциальных уравнений общего назначения
(т.е. не принимающих в расчёт общую структуру диффузионных моделей) для достижения
достаточно хорошего качества сгенерированных данных необходим сравнительно малый
размер шага. Это означает, что для генерирования данных с помощью диффузионной
модели требуется сравнительно большое количество итераций, как правило, не меньше
нескольких сотен [2, 7], т.е. необходимо не менее нескольких сотен раз произвести оценку
некоторой величины с помощью нейронной сети, что сильно замедляет работу модели в
целом. Для того чтобы ускорить работу моделей синтеза речи по тексту и переноса голоса,
представленных в работе, предлагается два метода:

• Замена стандартной сохраняющей дисперсию (VP) диффузионной модели [2] на
обобщённую возвращающуюся к среднему сохраняющую дисперсию (MR-VP) диф-
фузию. В то время как в модели VP DPM дифференциальное уравнение решается
с начальным условием из стандартного нормального априорного распределения
N (0, I), обобщённая модель MR-VP DPM строится таким образом, что её априорное
распределение это N (µ, I), где µ есть некоторый тензор той же самой размерно-
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сти, что и данные. Таким образом, если в модели Grad-TTS в качестве декодера
выбрать MR-VP DPM и положить среднее априорного распределения µ равным вы-
ровненной закодированной текстовой последовательности (т.е. грубому приближению
целевой мел-спектрограммы), то дифференциальное уравнение будет решаться с
начальным условием в точке, которая уже в некотором смысле близка к целевой
мел-спектрограмме, и это может упростить процесс численного решения уравнения.
В данной работе выводятся все необходимые формулы для обучения модели MR-VP
DPM и генерирования данных с её помощью и посредством субъективной оценки
качества демонстрируются её преимущества перед стандартной моделью VP DPM.

• Использование специфического для моделей DPM метода решения дифференци-
альных уравнений вместо методов решений общего назначения, таких как методы
Эйлера или Эйлера-Маруямы [31]. Известно, что траектории обратного диффузи-
онного процесса с непрерывным временем (помогающего генерировать данные из
априорного распределения) совпадают по распределению с траекториями прямого
диффузионного процесса (постепенно добавляющего нормальный шум к данным) при
некоторых технических условиях [2, 32]. Поэтому обратная диффузия с непрерыв-
ным временем, параметризованная оптимально обученной сетью, соответствующей
DPM, это модель, максимизирующая логарифм правдоподобия траекторий прямой
диффузии с непрерывным временем. Однако генерирование данных при помощи
диффузионных моделей заключается в решении некоторого дифференциального
уравнения, что в свою очередь приводит к цепи Маркова с дискретным временем,
которая может потерять упомянутые выше свойства оптимальности. Выражаясь
неформально, предлагаемый в работе метод максимального правдоподобия (МП) это
метод решения дифференциального уравнения, максимизирующий логарифм правдо-
подобия дискретизованных траекторий прямой диффузии в широком классе методов
решений СДУ, включающем в себя метод Эйлера-Маруямы. Из этого неформального
определения ясно, что метод МП обладает некоторыми свойствами оптимальности
по отношению к распределению траекторий прямой диффузии, и поэтому, в отличие
от многих прочих методов, известных из литературы по диффузионным моделям,
не является методом общего назначения. В работе дано определение метода МП
для большинства популярных видов диффузионных моделей, сформулированы и
доказаны некоторые из свойств, касающихся оптимальности этого метода, и опытным
путём продемонстрированы его преимущества перед другими методами решения
дифференциальных уравнений с точки зрения качества синтеза в случае, когда на
количество шагов решения накладываются строгие ограничения.

В завершающей части работы рассматривается метод улучшения качества предло-
женной модели переноса голоса. Некоторое время назад была выдвинута гипотеза [33] о
том, что траектории, получаемые при генерации данных с помощью моделей VP DPM
путём решения ОДУ, предоставляют оптимальное решение транспортной задачи [34] между
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априорным распределением и распределением данных (если пренебречь ошибкой дискрети-
зации и предположить, что соответствующая нейронная сеть обучена оптимально). Хотя
существуют только эмпирические свидетельства в пользу этого утверждения, и, более того,
было доказано [35], что решение транспортной задачи может быть оптимальным только в
некотором приближении для сколько-нибудь сложных распределений данных, предполо-
жение об оптимальности решения транспортной задачи диффузионной моделью MR-VP
DPM, лежащей в основе модели переноса голоса, помогает улучшить качество синтеза речи,
избавиться от части ошибок в произношении и лучше сохранять просодию исходной речи.
В работе показано, как именно предположение об оптимальном решении транспортной
задачи используется при переносе голоса, и приведены результаты субъективной оценки
качества синтеза, подтверждающие пользу выбранного метода.

1.3 Цель работы

Целью данной работы является изучение преимуществ и недостатков систем синтеза речи,
использующих диффузионные вероятностные модели в своей основе, и разработка методов,
способствующих преодолению недостатков.

1.4 Основные результаты и выводы

Вклад. Вклад данной работы может быть описан в четырёх основных пунктах:
1. Предложены две системы синтеза речи (решающие задачи синтеза речи по тексту

и переноса голоса), основанные на диффузионных вероятностных моделях. Эти системы
показывают результаты, сравнимые с лучшими современными им алгоритмами (в случае
синтеза речи по тексту) или превосходящие их (в случае переноса голоса), представляя
таким образом ценный вклад в общее развитие систем синтеза речи.

2. Классические сохраняющие дисперсию диффузионные вероятностные модели обобще-
ны до моделей с более богатым классом априорных распределений. В работе представлен
весь необходимый аппарат для использования этих обобщённых моделей, а также приведе-
ны опыты, подтверждающие пользу от их применения.

3. Предложен новый метод решения дифференциальных уравнений, возникающих при
использовании диффузионных вероятностных моделей, и доказаны его свойства, касающи-
еся максимизации логарифма правдоподобия. Кроме того, в работе продемонстрированы
преимущества нового метода по сравнению с традиционными методами решения диффе-
ренциальных уравнений, часто используемыми в диффузионных моделях.

4. Применён метод переноса стиля, помогающий улучшить качество решения задачи пе-
реноса голоса по единственному речевому фрагменту и основывающийся на предположении
об оптимальности решения транспортной задачи.
Теоретическая и практическая значимость.

Модели синтеза речи, представленные в данной работе, имеют качество, сравнимое
либо превосходящее качество лучших современных им моделей, решающих соответствую-
щие задачи, из чего проистекает их практическая значимость. Кроме того, теоретически
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обоснованные методы ускорения диффузионных алгоритмов синтеза речи, такие как ис-
пользование возвращающихся к среднему сохраняющих дисперсию диффузий или метод
решения максимального правдоподобия, применяемый к дифференциальным уравнениям,
возникающим при использовании диффузионных моделей, могут быть улучшены и в даль-
нейшем получить обобщение не только применительно к системам синтеза речи, но и к
любым другим системам, основанным на диффузионных вероятностных моделях.
Методология и подход. Все модели, представленные в работе, были реализованы на язы-
ке программирования Python с использованием пакета PyTorch для глубокого обучения. Их
обучение и тестирование проходило в соответствии со стандартной методологией машинного
обучения. Стандартный аппарат теории вероятностей и стохастического исчисления ис-
пользовался для получения теоретических результатов. Наконец, результаты субъективной
оценки качества моделей обрабатывались средствами математической статистики.
Достоверность заявленных результатов проистекает из доказательств теоретических
утверждений, подтверждающих их, методов проведения экспериментов и оценки качества,
принятых в сообществе специалистов по синтезу речи, наличия кодов и обученных моделей
в открытом доступе, а также ясности их изложения в работе.
Результаты, выносимые на защиту:

1. Модель синтеза речи по тексту Grad-TTS с декодером, основанным на диффузионной
вероятностной модели, показывающая качество, сравнимое с лучшими современными ей
моделями.

2. Модель переноса голоса по единственному речевому фрагменту, основанная на
диффузионной вероятностной модели, показывающая качество, превосходящее лучшие
современные ей модели.

3. Обобщение сохраняющих дисперсию диффузионных моделей на модели с более
широким классом априорных распределений, делающее возможным ускорение синтеза.

4. Метод решения максимального правдоподобия, применимый к дифференциальным
уравнениям, возникающим при работе с диффузионными моделями, и делающий возмож-
ным ускорение соответствующих моделей.

5. Метод улучшения качества модели переноса голоса, основывающийся на предполо-
жении об оптимальном решении транспортной задачи.
Личный вклад в результаты, выносимые на защиту. Все алгоритмы и утверждения
получены автором диссертации. В частности, автор сформулировал и доказал теорему,
включённую в диссертацию. Также автор разработал модель переноса голоса. Модель син-
теза речи по тексту была разработана в сотрудничестве соавторов. Вся экспериментальная
часть, в частности обучение моделей, оценка их качества и написание кода, также есть
результат совместной работы соавторов. Текст статей, входящих в диссертацию, полностью
написан её автором.
Публикации и апробация работы. Публикации повышенного уровня:

[A] Vadim Popov*, Ivan Vovk*, Vladimir Gogoryan, Tasnima Sadekova, Mikhail Kudinov
Grad-TTS: A Diffusion Probabilistic Model for Text-to-Speech // Proceedings of the 38th

10



International Conference on Machine Learning (ICML), pp. 8599-8608, 2021. CORE rank
A* conference.

[B] Vadim Popov, Ivan Vovk, Vladimir Gogoryan, Tasnima Sadekova, Mikhail Kudinov,
Jiansheng Wei Diffusion-based Voice Conversion with Fast Maximum Likelihood Sampling
Scheme // International Conference on Learning Representations (ICLR), 2022. CORE
rank A* conference.

[C] Vadim Popov, Amantur Amatov, Mikhail Kudinov, Vladimir Gogoryan, Tasnima Sadekova,
Ivan Vovk Optimal Transport in Diffusion Modeling for Conversion Tasks in Audio Domain
// Proceedings of the IEEE International Conference on Acoustics, Speech and Signal
Processing (ICASSP), ICASSP49357.2023.10094854, 2023. Scopus Q1 database.

* — авторы с равным вкладом.
Объём и структура работы. Диссертация состоит из введения, содержания работы и
заключения. Полный объём диссертации 228 страниц.

2 Содержание работы

Раздел 2.1 описывает одно из возможных обобщений сохраняющей дисперсию диффузии,
часто используемой в диффузионном вероятностном моделировании. В Разделе 2.2 обсужда-
ются преимущества этой обобщённой диффузии, а также даётся детальное описание модели
синтеза речи по тексту Grad-TTS, опирающейся на неё. Метод решения максимального
правдоподобия для дифференциальных уравнений, ассоциированных с диффузионными
вероятностными моделями, вводится в Разделе 2.3. Раздел 2.4 содержит описание модели
переноса голоса, а также результаты, которые та достигает при использовании выше-
упомянутого метода, в сравнении с другими известными методами. Раздел 2.5 посвящён
предположению об оптимальном решении транспортной задачи диффузионной моделью
переноса голоса и основанном на нём методу, имеющему целью улучшить качество синтеза
и применимому к различным задачам, связанным с копированием некоторой информации
из одного аудио в другое.

Недостающие подробности, такие как доказательства утверждений, детали проведения
экспериментов, параметры различных архитектур и дополнительные материалы содержатся
в статьях [A-C]. Статья [A] содержит информацию, относящуюся к Разделам 2.1 и 2.2. В
статье [B] рассматриваются темы, которым посвящены Разделы 2.3 и 2.4. Идеи, изложенные
в Разделе 2.5, развиваются в статье [C].

2.1 Возвращающаяся к среднему сохраняющая дисперсию диффузия

Прямая диффузия в диффузионной вероятностной модели, вводимой в данной работе и
обобщающей модель VP DPM, это n-мерный случайный процесс Xt, удовлетворяющий
следующему СДУ:
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dXt =
1

2
Σ−1(µ−Xt)βtdt+

√
βtdWt, t ∈ [0, T ] (1)

для неотрицательной функции βt, некоторого вектора µ и диагональной матрицы Σ с
положительными элементами на диагонали. Wt обозначает n-мерный винеровский процесс
[3], управляющий добавлением нормального шума к чистым данным (представленным
значениями X0 процесса в начальный момент времени t = 0) согласно СДУ (1). Решение
этого СДУ (если оно существует) задаётся следующей формулой:

Xt =
(
I−e−

1
2
Σ−1

∫ t
0 βsds

)
µ+ e−

1
2
Σ−1

∫ t
0 βsdsX0 +

∫ t

0

√
βse

− 1
2
Σ−1

∫ t
s βududWs, (2)

где через I обозначена единичная матрица размера n × n. Исчисление Ито (в данной
работе все СДУ и стохастические интегралы понимаются в смысле Ито) позволяет легко
проверить эту формулу. Положим

ρ(X0,Σ, µ, t) =
(
I−e−

1
2
Σ−1

∫ t
0 βsds

)
µ+ e−

1
2
Σ−1

∫ t
0 βsdsX0 (3)

и

λ(Σ, t) = Σ
(
I−e−Σ−1

∫ t
0 βsds

)
. (4)

Из формулы (2) следует, что условное распределение Xt при условии X0 выражается как

Law(Xt|X0) = N (ρ(X0,Σ, µ, t), λ(Σ, t)). (5)

Таким образом, для любых βt таких, что limt→∞ e−
∫ t
0 βsds = 0, верно

Xt|X0
d−→ N (µ,Σ). (6)

Это означает, что прямая диффузия (1) преобразует любое распределение данных Law(X0)

в нормальный шум N (µ,Σ) при условии неограниченности момента времени T .
Для того чтобы обратить по времени прямой диффузионный процесс (1) и получить

процесс, называемый обратной диффузией, обычно, вслед за авторами основополагаю-
щей статьи по диффузионному моделированию [2], используют результат Андерсона [32],
который вывел явную формулу для обращения по времени широкого класса диффузий.
Согласно ей, СДУ для обратной диффузии выглядит следующим образом:

dXt =

(
1

2
Σ−1(µ−Xt)−∇ log pt(Xt)

)
βtdt+

√
βtdW̃t, t ∈ [0, T ], (7)

где W̃t это обратный по времени винеровский процесс (т.е. «обратные» приращения W̃s−W̃t

независимы от W̃t для s < t) и pt(·) это функция плотности случайного процесса Xt,
удовлетворяющего прямому СДУ (1). Результат Андерсона доказан при определённых
предположениях относительно решений уравнений Колмогорова, связанных с некоторыми
случайными процессами, и в данной работе считается, что эти предположения верны для
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всех рассматриваемых диффузионных процессов. При достаточно точном приближении
величины ∇ log pt(Xt) нейронной сетью (обычно называемой нейросетью оценки вклада)
решение СДУ (7) обратно по времени, начиная со случайной величины XT ∼ N (µ,Σ), даст
случайную величину из распределения, очень близкого к распределению данных Law(X0).

Во многих случаях вместо того, чтобы использовать стохастическую обратную динами-
ку (7), предпочтительнее использовать детерминированную, задаваемую следующим ОДУ
(названным ОДУ вероятностного потока в [2]):

dXt =
1

2

(
Σ−1(µ−Xt)−∇ log pt(Xt)

)
βtdt. (8)

Как правило, генерация высококачественных данных путём решения ОДУ (8) обратно по
времени оказывается быстрее, чем посредством решения СДУ (7) [30].

Очевидно, что прямая и обратная диффузии (1) и (7) есть обобщение прямой и обрат-
ной диффузий, лежащих в основе сохраняющих дисперсию диффузионных моделей [2].
Последние являются частным случаем предлагаемой обобщённой модели для µ = 0 и Σ = I.
Они были названы так из-за того, что дисперсия зашумленных данных Xt ограничена в
любой момент времени t ∈ [0, T ], как следует из (4). Обобщённые сохраняющие дисперсию
диффузии названы в работе возвращающимися к среднему сохраняющими дисперсию
диффузионными моделями (MR-VP DPM) из-за слагаемого µ в коэффициенте сноса пря-
мой диффузии (1), который «притягивает» процесс к среднему значению µ на достаточно
длинном временном интервале.

Для генерирования данных с помощью диффузионной модели необходимо обучить
нейросеть оценки вклада, обозначаемую обычно через sθ. Оценка функции вклада (т.е.
градиента логарифма плотности зашумленных данных ∇ log pt(Xt)) осуществляется, как
правило, путём минимизации взвешенной функции L2 потерь, поскольку известно, что при
соответствующем выборе весовых коэффициентов это эквивалентно оценке максимального
правдоподобия [36].

Формула (5) позволяет порождать зашумленные величины Xt, имея лишь исходные
незашумленные величины X0, без необходимости рассчитывать промежуточные значения
{Xs}s<t. Кроме того, распределение Law(Xt|X0) является нормальным, а, значит, логарифм
его плотности допускает явное выражение. Положим

Xt = ρ(X0,Σ, µ, t) + ϵt, (9)

где ϵt ∼ N (0, λ(Σ, t)). Тогда из (5) следует, что верно следующее выражение:

∇ log pt|0(Xt|X0) = −λ(Σ, t)−1ϵt, (10)

где pt|0(·|X0) это функция плотности условного распределения (5).
Таким образом, согласно принципам оценки функции вклада [4], для вычисления

функции потерь, соответствующей моменту времени t ∈ [0, T ] и чистым данным X0,
необходимо взять ϵt из распределения N (0, λ(Σ, t)), рассчитать Xt по формуле (9), а затем
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вычислить

Lt(X0) = Eϵt

[∥∥sθ(Xt, t) + λ(Σ, t)−1ϵt
∥∥2

2

]
. (11)

В формуле выше нейронная сеть sθ обусловлена на момент времени t и зашумленные
данные Xt, однако на практике бывает полезно дополнительно обусловить её на параметры
априорного распределения µ и Σ. Общая диффузионная функция потерь задаётся формулой

Ldiff = EX0,t [λ(Σ, t)Lt(X0)] , (12)

где X0 выбирается из обучающей выборки, а t – из равномерного распределения U [0, T ].
Что касается весовых коэффициентов для каждого момента времени t, они полагаются
пропорциональными 1/E

[∥∥∇ log pt|0(Xt|X0)
∥∥2

2

]
в соответствии с принятой практикой, хотя

другие варианты также допустимы.

2.2 Модель синтеза речи по тексту

Для того чтобы показать пользу от введения обобщённых диффузионных моделей, в работе
исследуется модель синтеза речи по тексту, напоминающая Glow-TTS [22], но с обобщённой
диффузией вместо нормализующих потоков. Такая модель, названная в работе Grad-
TTS, описывается далее. Она генерирует мел-спектрограммы [15] по входным текстовым
последовательностям, фонемизированным в алфавит ARPAbet.

Рис. 1: Схема работы модели Grad-TTS, состоящей из энкодера (Encoder), модуля предска-
зания длительностей (Duration Predictor) и декодера (Decoder).

Схема работы модели Grad-TTS изображена на Рисунке 1. Исходная текстовая по-
следовательность подаётся на вход энкодеру, который порождает последовательность µ̃,
используемую для предсказания длительностей букв с помощью модуля предсказания дли-
тельностей. Выходы последнего используются для получения выровненной закодированной
текстовой последовательности µ по невыровненной последовательности µ̃ посредством
простой процедуры копирования каждого члена этой последовательности предсказан-
ное число раз. Энкодер и модуль предсказания длительностей обучаются порождать
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последовательности µ близкими к целевым мел-спектрограммам, однако мощность и архи-
тектура этих модулей недостаточны для того, чтобы сгенерировать высококачественные
мел-спектрограммы, поэтому последовательности µ оказываются лишь грубым приближе-
нием целевых мел-признаков, и задача декодера состоит в том, чтобы улучшить и очистить
их. Декодер представлен моделью MR-VP DPM, в которой для простоты полагается, что
Σ = I. Соответствующая нейросеть оценки вклада дополнительно обуславливается на
грубые мел-признаки µ, т.е. sθ = sθ(Xt, µ, t). Мел-спектрограммы генерируются с использо-
ванием детерминированной динамики, задаваемой ОДУ (8), в котором функция вклада
оценивается нейронной сетью sθ(Xt, µ, t). Несмотря на то, что априорное распределение
используемой диффузионной модели это N (µ, I), на практике оказывается полезно ввести
гиперпараметр τ > 1 и решать ОДУ с начальным условием из распределения N (µ, τ−1 I).
Метод Эйлера первого порядка используется для решения этого ОДУ обратно по времени.
Вокодер HiFi-GAN [37] преобразует мел-признаки, порождённые моделью Grad-TTS, в
речевой сигнал.

Помимо диффузионной функции потерь Ldiff , определённой в (12), обучение Grad-TTS
включает в себя оптимизацию двух других функций: средней квадратичной ошибки между
целевыми мел-спектрограммами и их аппроксимациями µ и средней квадратичной ошибки
логарифма длительностей букв, выраженных в количестве окон (фреймов) в спектрограмме,
соответствующих этим буквам. Как и в Glow-TTS, целевые длительности получаются в
результате применения алгоритма поиска монотонного выравнивания [22], разновидности
алгоритма Витерби [38], находящего оптимальное выравнивание между невыровненной
последовательностью закодированного текста µ̃ и целевой мел-спектрограммой.

Что касается архитектур модулей Grad-TTS, то энкодер является Трансформером с
механизмом блочного внутреннего внимания [39], в котором традиционные нейронные
сети с прямой связью заменены на свёрточные, модуль предсказания длительностей это
свёрточная нейронная сеть, а нейросеть оценки вклада в декодере это U-Net [40].

Для того чтобы оценить качество модели Grad-TTS, была выбрана обучающая выборка
LJSpeech, содержащая приблизительно 24 часа английской речи, на которой была обучена
упомянутая модель. В качестве моделей синтеза речи по тексту для сравнения были
выбраны модели Glow-TTS, FastSpeech [23] и Tacotron2 [21], современные модели Grad-TTS.
В Таблице 1 продемонстрированы результаты субъективной оценки наряду с некоторыми
объективными метриками. Через Grad-TTS-N обозначены результаты модели Grad-TTS
при использовании N шагов метода Эйлера для синтезирования мел-спектрограмм. Из
таблицы ясно, что Grad-TTS достигает средней оценки по 5-балльной шкале (обозначаемой
через MOS – Mean Opinion Score), сравнимой с лучшей современной ей моделью синтеза
речи по тексту Tacotron2 и превосходящей все остальные модели, включённые в сравнение,
при использовании всего лишь 10 шагов метода Эйлера, что соответствует значениям
скорости синтеза относительно реального времени 0.033 на одном графическом процессоре.
Эта метрика скорости обозначается через RTF (real-time factor) и означает, что на синтез
одной секунды речи у алгоритма уходит 0.033 секунды. Преимущество Grad-TTS состоит
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также и в том, что эта модель содержит значительно меньше параметров, чем остальные
модели, и достигает лучшего значения логарифма правдоподобия тестовой выборки, чем
Glow-TTS, несмотря на то, что, в отличие от последней, она не обучалась напрямую
оптимизировать эту метрику. Кроме того, дополнительные тесты выявили, что речь,
синтезируемая моделью Grad-TTS, звучит менее роботизировано и гораздо реже имеет
ошибки в логических ударениях, чем речь, синтезируемая Glow-TTS, что может быть
объяснено особенностями архитектуры Grad-TTS, предполагающей выравнивание между
текстом и приближёнными мел-признаками, которые являются универсальными для задач,
связанных с речью, в отличие от скрытых признаков, выучиваемых моделью Glow-TTS.

Таблица 1: Сравнение моделей синтеза речи по тексту. Оценка MOS указана вместе с 95%
доверительными интервалами.

Модель Энкодер Декодер RTF Лог-правдоподобие MOS
Grad-TTS-1000

7.2m 7.6m

3.663

0.174± 0.001

4.44± 0.05
Grad-TTS-100 0.363 4.38± 0.06
Grad-TTS-10 0.033 4.38± 0.06
Grad-TTS-4 0.012 3.96± 0.07
Glow-TTS 7.2m 21.4m 0.008 0.082 4.11± 0.07
FastSpeech 24.5m 0.004 − 3.68± 0.09
Tacotron2 28.2m 0.075 − 4.32± 0.07

Реальные записи − − − 4.53± 0.06

Наконец, была обучена версия Grad-TTS со стандартной моделью VP DPM в качестве
декодера для сравнения с предложенной моделью Grad-TTS, использующей MR-VP DPM, и
демонстрации преимуществ последней. В случае использования большого количества шагов
N метода Эйлера не наблюдается значительной разницы между качеством речи, синтезиру-
емой двумя моделями. Однако, с уменьшением числа N модель MR-VP Grad-TTS начинает
показывать существенно лучшие результаты по сравнению с VP Grad-TTS. В частности,
при N=10 участники A/B теста отдавали предпочтение речи, синтезированной моделью
MR-VP Grad-TTS, в 93.8% случаев, тогда как только в 5.7% случаев модель VP Grad-TTS
определялась как лучшая. Этот результат может быть объяснён тем фактом, что в модели
MR-VP Grad-TTS процесс генерации начинается со случайной величины, принадлежащей
распределению N (µ, I), где µ является некоторой аппроксимацией мел-спектрограммы,
которую модель должна сгенерировать, т.е. процесс решения ОДУ начинается с точки, в
некотором смысле уже близкой к решению, тогда как априорное распределение N (0, I)

в модели VP Grad-TTS имеет среднее, которое не так близко к искомой спектрограмме,
как µ. Это рассуждение показывает, что польза от моделей MR-VP DPM может наиболее
отчётливо проявляться при решении различных генеративных задач, в которых легко
получить грубое приближение объекта, но относительно трудно – его улучшенную и очи-
щенную версию (как, например, в задаче увеличения разрешения изображений или частоты
дискретизации аудиосигналов).
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2.3 Метод решения максимального правдоподобия для обратного СДУ в диф-
фузионной вероятностной модели

Известно, что генерация объектов с помощью диффузионной модели это достаточно медлен-
ный процесс [6] в случае, когда требуется исключительно хорошее качество порождаемых
объектов. Даже для такой относительно небольшой модели как Grad-TTS синтез при
помощи всего лишь 10 шагов метода Эйлера является быстрым только при вычислениях на
графическом процессоре, тогда как синтез на центральном процессоре медленнее реального
времени (RTF > 1). Поэтому существенную ценность представляют методы ускорения
диффузионных моделей, и одна из самых важных областей исследований в данном на-
правлении это изучение различных методов решений ОДУ и СДУ, использующихся при
генерации данных с помощью моделей DPM. В данной работе вводится одношаговый метод
решения СДУ, максимизирующий логарифм правдоподобия дискретизованных траекто-
рий прямой диффузии. Предложенный метод решения учитывает особенности DPM и
отличается от метода Эйлера-Маруямы [31] общего назначения на величины, являющиеся
бесконечно малыми при стремлении размера шага к нулю, но которые, однако, могут
оказаться существенными в случае, когда размер шага велик.

Ради краткости приведённые результаты и формулы будут касаться модели VP DPM,
однако обобщить эти результаты на случай других популярных диффузионных моделей, в
том числе VE и sub-VP DPM [2], а также модели MR-VP DPM, введённой в Разделе 2.1, не
представляет трудности. Рассмотрим следующие прямое и обратное СДУ, определённые в
евклидовом пространстве Rn для t ∈ [0, 1]:

dXt = −
1

2
βtXtdt+

√
βtd
−→
Wt , (13)

dX̂t =

(
−1

2
βtX̂t − βtsθ(X̂t, t)

)
dt+

√
βtd
←−
Wt , (14)

где βt это неотрицательная функция,
−→
W и

←−
W это соответственно прямой и обратный по

времени винеровские процессы, а sθ это нейросеть оценки вклада.
Решение прямого СДУ (13) может быть явно записано в виде

Law(Xt|Xs) = N (γs,tXs, (1− γ2s,t) I), γs,t = exp

(
−1

2

∫ t

s

βudu

)
, (15)

для всех 0 ≤ s < t ≤ 1, из чего следует, что априорное распределение этой диффузи-
онной модели это стандартное нормальное распределение N (0, I) (в предположении, что
limt→∞ γ0,t = 0). Нейросеть оценки вклада sθ, параметризующая обратное СДУ (14), обуча-
ется приближать градиент логарифма плотности зашумленных данных Xt посредством
минимизации функции L2 потерь:

θ∗ = argmin
θ

∫ 1

0

λtEXt∥sθ(Xt, t)−∇log pt(Xt)∥22dt, (16)
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где математическое ожидание считается относительно распределения зашумленных данных
Law(Xt) с функцией плотности pt(·), а λt это некоторая положительная весовая функция.

Один из возможных методов генерирования данных с помощью модели VP DPM состоит
в решении обратного СДУ (14) обратно по времени с начальным условием X̂1 ∼ N (0, I).
Теорема 1 показывает, что можно воспользоваться информацией о прямой диффузии (13)
и разработать новый метод решения обратного СДУ (14), который будет лучше, чем метод
Эйлера-Маруямы общего назначения, в смысле логарифма правдоподобия дискретизован-
ных траекторий прямой диффузии.

Для 0 ≤ s < t ≤ 1 и 0 < h ≤ t ≤ 1 определим

µs,t = γs,t
1− γ20,s
1− γ20,t

, νs,t = γ0,s
1− γ2s,t
1− γ20,t

, σ2
s,t =

(1− γ20,s)(1− γ2s,t)
1− γ20,t

, (17)

κ∗t,h =
νt−h,t(1− γ20,t)

γ0,tβth
− 1, ω∗

t,h =
µt−h,t − 1

βth
+

1 + κ∗t,h
1− γ20,t

− 1

2
,

(σ∗
t,h)

2 = σ2
t−h,t +

1

n
ν2t−h,tEXt [Tr (Var (X0|Xt))] ,

(18)

где n это размерность данных, Var (X0|Xt) это матрица ковариации условного распре-
деления данных Law(X0|Xt), а математическое ожидание EXt [·] считается относительно
распределения зашумленных данных Law(Xt). С учётом введённых обозначений, можно
сформулировать следующую теорему:

Теорема 1. Рассмотрим диффузионную вероятностную модель, характеризуемую СДУ (13-
14), где обратная диффузия параметризована обученной оптимально сетью с параметрами
θ = θ∗, заданными формулой (16). Пусть N ∈ N – произвольное натуральное число и
h = 1/N . Рассмотрим следующий класс одношаговых методов решения обратного СДУ
с шагом h, параметризованный тройками действительных чисел {(κ̂t,h, ω̂t,h, σ̂t,h)|t =

h, 2h, .., 1}:

X̂t−h = X̂t + βth

((
1

2
+ ω̂t,h

)
X̂t + (1 + κ̂t,h)sθ∗(X̂t, t)

)
+ σ̂t,hξt, (19)

где t = 1, 1 − h, .., h и ξt это независимые одинаково распределённые стандартные нор-
мальные случайные величины. Тогда:

(i) Генеративная модель X̂, определённая в (19), максимизирует логарифм правдоподо-
бия дискретных траекторий X = {Xkh}Nk=0 при κ̂t,h = κ∗t,h, ω̂t,h = ω∗

t,h и σ̂t,h = σ∗
t,h.

(ii) Предположим, что метод решения (19) имеет своим начальным условием случай-
ную величину X̂1 ∼ Law (X1). Если X0 это константа или нормальная случайная
величина с диагональной матрицей ковариации и одинаковыми элементами на
диагонали (т.е. δ2 I для δ > 0), тогда конечномерные распределения генеративной
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модели X̂ совпадают с соответствующими распределениями прямой диффузии X

при κ̂t,h = κ∗t,h, ω̂t,h = ω∗
t,h и σ̂t,h = σ∗

t,h.

Эта теорема устанавливает оптимальность метода решения (19) обратного СДУ для
значений параметров (18) в смысле логарифма правдоподобия дискретных траекторий
X = {Xkh}Nk=0. По этой причине в работе метод назван методом решения максимального
правдоподобия (МП). Нужно заметить, что в теореме рассматриваются модели с дис-
кретным временем (методы решения СДУ) и дискретизованные по времени траектории
{Xkh}Nk=0, тогда как оптимальность модели (14) с непрерывным временем на непрерывных
по времени траекториях {Xt}t∈[0,1] (13) гарантируется для модели с параметрами θ = θ∗

вследствие результата Андерсона [32], как показано в статье [2].
Класс методов решения обратного СДУ, рассмотренный в Теореме 1, достаточно широк:

это класс всех одношаговых методов, в которых приращения в момент времени t являются
линейной комбинацией X̂t, sθ(X̂t, t) и стандартного нормального шума. Он включает в
себя метод Эйлера-Маруямы как частный случай (κ̂t,h ≡ 0, ω̂t,h ≡ 0, σ̂t,h ≡

√
βth), и можно

показать, что для фиксированного t и h→ 0 верна асимптотика κ∗t,h = ō(1), ω∗
t,h = ō(1) и

σ∗
t,h =

√
βth(1 + ō(1)), т.е. метод решения МП существенно отличается от метода Эйлера-

Маруямы общего назначения либо когда число шагов N достаточно мало, либо когда t
имеет тот же порядок малости, что и h, т.е. на последних шагах метода решения.

Хотя результат (ii) из Теоремы 1 усиливает утверждение (i) для некоторых частных
случаев распределений данных, он может показаться бесполезным, поскольку на практике
распределения данных далеки от константных или нормальных. Однако в случае генерации
сильно обусловленных данных такие предположения относительно распределений могут
оказаться разумными: в предельном случае, когда модель обусловлена на величину c =
ψ(X0) для инъективной функции ψ, случайная величина X0|c становится константой
ψ−1(c). Также, хотя для использования метода решения МП в принципе необходимо
оценивать зависящее от данных слагаемое в выражении (18) для σ∗

t,h (т.к. ни для каких
реальных данных оно не может быть вычислено явно), на практике в случае генерации
сильно обусловленных данных этим слагаемым можно пренебречь. Эмпирически верность
последнего утверждения будет продемонстрирована в Разделе 2.4 на примере задачи
переноса голоса.

2.4 Модель переноса голоса

Известно, что синтез единственным голосом из обучающей выборки это более простая
задача, чем синтез речи с возможностью выбора из большого числа голосов, необязательно
присутствовавших в обучающей выборке, поэтому в полной мере оценить возможности
метода решения МП обратного СДУ, описанного в Разделе 2.3, можно на примере модифи-
кации модели Grad-TTS, способной решать задачу переноса голоса. Ниже следует описание
указанной модификации.

Одним из самых популярных подходов к переносу голоса по единственному речево-
му фрагменту является внедрение векторного представления целевого голоса, обычно
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извлекаемого при помощи нейронной сети, обученной решать задачу верификации по
голосу [41], в энкодер-декодер модель, в которой энкодер отвечает за извлечение линг-
вистических признаков, не зависящих от тембра, а декодер преобразует эти признаки в
речь, произносимую целевым голосом. У такого подхода есть две основных сложности:
отделить тембральные признаки от лингвистического содержания в исходном речевом
фрагменте при помощи энкодера, и успешно воспроизвести необходимый тембр голоса при
помощи декодера. В данной работе предлагается решить первую из упомянутых задач
введением так называемых «усреднённых» мел-признаков, а вторую – использованием в
декодере модели MR-VP DPM, обусловленной на векторное представление целевого голоса.
Предлагаемая модель проиллюстрирована на Рисунке 2.

Рис. 2: Схема работы и обучения модели Diff-VC, состоящей из усредняющего энкодера
(Average Voice Encoder), энкодера тембра (Speaker Encoder) и декодера (Decoder). Через Y
обозначена мел-спектрограмма, на которой осуществляется обучение, либо, когда модель
уже обучена, целевая мел-спектрограмма. Обуславливание на тембр голоса в декодере осу-
ществляется при помощи энкодера тембра gt(Y ). Пунктирные линии обозначают операции,
производимые только при обучении.

Модель Diff-VC состоит из усредняющего энкодера, преобразующего исходную мел-
спектрограмму X0 в «усреднённую» X̄, диффузионной модели MR-VP DPM с априорным
распределением N (X̄, I), выполняющей функции декодера, в которой нейросеть оценки
вклада sθ обуславливается на среднее априорного распределения X̄ и векторное пред-
ставление целевого голоса, и энкодера тембра – нейронной сети, преобразующей речевой
фрагмент с целевым голосом в упомянутое векторное представление.

Усредняющий энкодер это Трансформер [39], обученный посредством минимизации
средней квадратичной ошибки преобразовывать исходные мел-спектрограммы в «усред-
нённые», получаемые следующим образом: (i) сначала при помощи инструмента Montreal
Forced Aligner [42] производится выравнивание речевых фрагментов с фонемами на доста-
точно большом речевом корпусе; (ii) для каждой фонемы её мел-признаки агрегируются
по всему корпусу с целью получения «усреднённых» мел-признаков. Говоря неформаль-
но, усредняющий энкодер преобразует входную речь в такую, в которой каждая фонема
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Таблица 2: Субъективная оценка (MOS) моделей переноса голоса, обученных на VCTK,
указанная с 95% доверительными интервалами.

Модель Естественность речи Схожесть голоса
AGAIN-VC 1.87± 0.03 1.75± 0.04
FragmentVC 1.91± 0.03 1.93± 0.04
VQMIVC 2.48± 0.04 1.95± 0.04

Diff-VC-VCTK-ML-6 3.39± 0.04 2.69± 0.05
Diff-VC-VCTK-ML-30 3.44± 0.04 2.71± 0.05

Реальные записи 4.55± 0.05 4.52± 0.07

Таблица 3: Субъективная оценка (MOS) моделей переноса голоса, обученных на больших
корпусах, указанная с 95% доверительными интервалами.

Модель Естественность речи Схожесть голоса
Diff-VC-LibriTTS-EM-6 1.57± 0.02 1.47± 0.03
Diff-VC-LibriTTS-PF-6 2.99± 0.03 2.50± 0.04
Diff-VC-LibriTTS-ML-6 3.80± 0.03 3.27± 0.05
Diff-VC-LibriTTS-ML-30 4.02± 0.03 3.39± 0.05

BNE-PPG-VC 3.83± 0.03 3.03± 0.05

произносится единым усреднённым по большому количеству записей (а, значит, почти не
зависящим от конкретного голоса) образом.

Декодер это диффузионная модель MR-VP DPM с нейросетью оценки вклада из модели
Grad-TTS, но с двумя отличиями: она дополнительно обуславливается на векторное пред-
ставление целевого голоса, получаемое энкодером тембра, а также она значительно больше
вследствие возросшей сложности задачи. Энкодер тембра это свёрточная нейронная сеть,
принимающая на вход целевую мел-спектрограмму и векторное представление целевого
голоса, извлечённое нейронной сетью, предобученной на задаче верификации по голосу [41].
Энкодер тембра также обуславливается на параметр времени в диффузии t и обучается
совместно с декодером минимизировать стандартную диффузионную функцию потерь.
Использование дополнительных векторных представлений из предобученной нейронной
сети для верификации по голосу объясняется желанием использовать преимущества объёма
речевых корпусов, на которых обычно обучаются модели, решающие задачу верификации –
этот объём значительно превышает объём корпусов для обучения алгоритмов синтеза речи.
Признаки, производимые моделью Diff-VC, преобразуются в речевой сигнал посредством
вокодера HiFi-GAN.

Для оценки качества представленной модели переноса голоса Diff-VC в данной работе
предпринимается её сравнение с лучшими современными ей алгоритмами. Таблица 2 содер-
жит результаты сравнения Diff-VC с моделями AGAIN-VC [28], Fragment-VC [29] и VQMIVC
[43]. Все указанные модели были обучены на относительно небольшом корпусе VCTK,
содержащем чуть более 100 различных голосов. Через Diff-VC-VCTK-ML-N обозначена
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модель Diff-VC, синтезирующая речь при помощи N шагов метода решения МП, соответ-
ствующего диффузионной модели MR-VP DPM, лежащей в основе декодера (слагаемым
из формулы (18), зависящим от данных, пренебрегается). Таблица 3 демонстрирует резуль-
таты сравнения с лучшей современной моделью BNE-PPG-VC [44], обученной на больших
речевых корпусах, включающих в том числе корпус LibriTTS. Через Diff-VC-LibriTTS-X-N
обозначены результаты, показанные моделью Diff-VC, обученной на корпусе LibriTTS
(содержащем около 1150 различных голосов) при помощи N шагов метода решения X, где
X принимает одно из трёх возможных значений: EM, метод Эйлера-Маруямы решения
СДУ (7), соответствующего диффузионной модели с априорным распределением N (X̄, I),
используемой в модели Diff-VC; PF, метод Эйлера решения ОДУ вероятностного потока (8);
ML, тот же самый метод решения МП, который использовался в модели Diff-VC, обучен-
ной на VCTK. Все модели оцениваются субъективно. И естественность речи, и схожесть
голоса оцениваются по 5-балльной шкале. Таблицы 2 и 3 демонстрируют превосходство
диффузионной модели переноса голоса над лучшей современной ей моделью, а также
подтверждают возможность обучения до приемлемого качества даже на относительно
небольших речевых корпусах. Кроме того, результаты из Таблицы 3 говорят о том, что
введённый в данной работе метод решения МП работает существенно лучше, чем его
конкуренты, при использовании малого количества шагов метода. Вдобавок к этому, метод
МП не требует дополнительных вычислений или обновлений диффузионной модели, и,
следовательно, может быть реализован при минимальном количестве усилий.

2.5 Перенос голоса в предположении об оптимальности решения транспортной
задачи

Несмотря на хорошее качество синтеза, у модели Diff-VC возникают некоторые проблемы,
проистекающие из её архитектуры. Усредняющий энкодер склонен совершать ошибки в
случаях, когда исходный речевой фрагмент произносится слишком быстро или нестандарт-
но (например, с акцентом). Одна из причин состоит в том, что, хотя модель и обучалась на
достаточно большом речевом корпусе, он всё же не содержал всех возможных вариантов
произношения некоторых звуков. Также, усредняющий энкодер иногда путает между собой
похожие звуки (например, «m» и «n»). Причина состоит в том, что он обучался с исполь-
зованием выравнивания между речью и фонемами, которое осуществлялось некоторой
моделью распознавания речи, и, следовательно, он работает заведомо не лучше послед-
ней, чьи ошибки могут влечь за собой ошибки усредняющего энкодера. Для того чтобы
исправить некоторые из таких ошибок, в работе предлагается улучшенный способ переноса
голоса, основанный на предположении о том, что траектории ОДУ вероятностного пото-
ка, соответствующего диффузионной модели MR-VP DPM, предоставляют оптимальное
решение транспортной задачи между её априорным распределением и распределением
данных.

Частный случай транспортной задачи [34], который рассматривается в работе, формули-
руется следующим образом. Рассмотрим евклидово пространство Rn и две вероятностные
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меры µ и ν, определённые на нём. Оптимальное решение S : Rn → Rn транспортной задачи
между µ и ν определяется как решение следующей оптимизационной задачи:∫

c (x, S(x))µ(x)dx→ inf
S
, (20)

где точная нижняя грань берётся по всем µ-измеримым отображениям S, таким что ν = S#µ

(т.е. ν(A) = µ(S−1(A)) для всех измеримых множеств A), и c : Rn×Rn → R+ это евклидово
расстояние. Таким образом, оптимальное решение транспортной задачи S преобразует
вероятностное распределение, задаваемое мерой µ, в распределение, задаваемое мерой ν,
путём переноса каждой точки x ∈ Rn так, что средний (относительно меры µ) квадрат
расстояния, преодолённого точками, минимален.

В статье [33] было эмпирически показано, что ОДУ вероятностного потока, соответствую-
щее диффузионной модели VP DPM, доставляет почти оптимальное решение транспортной
задачи между начальным и конечным распределениями Law(X̂0) и Law(X̂1) обратной диф-
фузии X̂. Это означает, что, если процесс генерации данных с помощью указанной модели
начинается с величин z ∼ Law(X̂1) и осуществляется путём решения ОДУ вероятностного
потока на единичном интервале обратно по времени, тогда сгенерированные данные X̂0

будут в среднем почти настолько близки к случайным величинам z, из которых они были
сгенерированы, насколько возможно. Указанное свойство может быть использовано в
различных задачах переноса стиля, в том числе в рассматриваемой задаче переноса голоса.
Пусть есть две диффузионных модели с одним и тем же априорным распределением π –
одна для генерации объектов исходного класса S, а другая для генерации объектов целевого
класса T . Если решать ОДУ вероятностного потока, соответствующее исходному классу, с
начальным условием, заданным объектом XS

0 , принадлежащим к исходному классу, затем
рассмотреть получившееся решение z и ОДУ вероятностного потока, соответствующее
диффузионной модели, генерирующей объекты целевого класса, и сгенерировать этой
моделью объект X̂T

0 посредством решения ОДУ с начальным условием X̂1 = z обратно по
времени, тогда величина XS

0 будет с большой вероятностью близка к величине z, которая
в свою очередь будет близка к величине X̂T

0 . Таким образом, сгенерированный объект X̂T
0

будет с большой вероятностью близок (в смысле евклидова расстояния в Rn) к исходному
объекту XS

0 . В статье [33] было продемонстрировано, что в случае диффузионных моделей
VP DPM, обученных решать задачу генерации изображений, принадлежащих к определён-
ным классам, указанное свойство влечёт перенос некоторых высокоуровневых признаков,
таких как, например, текстура изображения, с исходного изображения на сгенерированное.
Описанный метод переноса стиля схематично изображён на Рисунке 3.

Предположение об оптимальном решении транспортной задачи диффузионной моделью
MR-VP DPM позволяет осуществлять перенос голоса в соответствии с вышеописанной
схемой. Вместо того чтобы синтезировать речь посредством решения обратного СДУ ме-
тодом МП обратно по времени с начальным условием из априорного распределения, как
описано в Разделе 2.4, предлагается решать два ОДУ: сначала необходимо решить ОДУ
вероятностного потока, параметризованное нейросетью оценки вклада, обусловленной на
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Рис. 3: Верхний ряд: генерирование изображения кошки из шума z, полученного как реше-
ние ОДУ, соответствующего диффузионной модели, обученной генерировать изображения
собак. Нижний ряд: генерирование изображения кошки из случайного шума z′, принадле-
жащего априорному распределению π. Изображение кошки сверху заимствует некоторые
высокоуровневые признаки у исходного изображения собаки, тогда как изображение кошки
снизу – это просто случайное изображение, сгенерированное диффузионной моделью.

Таблица 4: Субъективная оценка (MOS) алгоритмов переноса голоса, указанная с 95%
доверительными интервалами.

Естественность речи Схожесть голоса Сохранение просодии

VQMIVC 2.71± 0.06 2.65± 0.07 3.26± 0.06
BNE-PPG-VC 3.46± 0.05 3.33± 0.06 3.53± 0.06

Diff-VC-RANDOM 3.33± 0.05 3.46± 0.06 3.34± 0.06
Diff-VC-OT 3.58± 0.05 3.60± 0.06 3.55± 0.06

исходный голос, с начальным условием, совпадающим с исходной мел-спектрограммой, а
затем решить ОДУ вероятностного потока, параметризуемое нейросетью оценки вклада,
обусловленной на целевой голос, обратно по времени с начальным условием, совпадающим
с решением первого ОДУ. Подобная схема переноса голоса имеет очевидный недостаток –
она требует большего количества оценок функции вклада с помощью соответствующих
нейросетей, чем стандартный метод переноса голоса с помощью диффузионных моделей.
Однако оказывается, что эта схема приводит к улучшению качества синтеза, что проде-
монстрировано в Таблице 4, в которой приведено сравнение модели Diff-VC, описанной в
Разделе 2.4, а также моделей BNE-PPG-VC и VQMIVC, упомянутых в том же разделе, с
точки зрения естественности речи, схожести голоса и сохранения просодии исходного рече-
вого фрагмента. Все указанные метрики оцениваются субъективно по 5-балльной шкале.
Результаты, обозначенные в таблице через Diff-VC-OT и относящиеся к модели Diff-VC и
методу переноса голоса, описанному в данном разделе, значимо превосходят результаты
остальных моделей, в том числе и Diff-VC-RANDOM, полученные той же моделью, но при
использовании стандартного метода переноса голоса. Улучшение наблюдается по всем трём
измеряемым метрикам, что является неявным свидетельством того, что диффузионная

24



модель MR-VP DPM, лежащая в основе модели переноса голоса, действительно доставляет
почти оптимальное решение транспортной задачи подобно диффузионным моделям VP
DPM, предназначенным для генерирования изображений [33]. Качественный эффект от
опирающейся на это схемы переноса голоса состоит в более чётком произношении звуков,
а также лучшем сохранении просодии исходного речевого фрагмента.

3 Заключение

Основные результаты данной работы можно сформулировать следующим образом:
1. Было предложено обобщение сохраняющей дисперсию диффузионной вероятностной

модели до диффузионной модели с более богатым классом априорных распределений.
Обобщённые диффузии затем легли в основу двух моделей синтеза речи, решающих задачи
синтеза речи по тексту и переноса голоса по единственному речевому фрагменту. Качество
синтеза предложенных моделей оказалось сравнимо с качеством лучших современных им
моделей, что было продемонстрировано в целом ряде экспериментов. Кроме того, было
проведено сравнение с моделью синтеза речи по тексту на основе стандартной сохраняющей
дисперсию диффузионной модели, показавшее, что удачный выбор среднего априорного
распределения в обобщённой диффузионной модели позволил ускорить синтез речи. Таким
образом, предложенное обобщение упомянутого класса диффузионных моделей может
оказаться полезным в случае, когда можно сделать предположение об оптимальных с
точки зрения скорости генерации параметрах априорного распределения.

2. Был введён новый метод решения стохастических дифференциальных уравнений,
максимизирующий логарифм правдоподобия дискретизованных траекторий прямой диф-
фузии, и приведены все результаты и формулы, необходимые для его использования в
наиболее популярных типах диффузионных вероятностных моделей. В частности, вве-
дённый метод был применён к модели переноса голоса и показал преимущества перед
популярными общими методами решения дифференциальных уравнений с точки зрения
количества шагов метода, необходимых для синтеза речи высокого качества.

3. Был изучен метод переноса голоса, основанный на предположении об оптималь-
ном решении транспортной задачи диффузионной вероятностной моделью. Несмотря на
хорошие результаты, показанные диффузионной моделью переноса голоса, некоторые
проблемы, присущие ей, такие как неправильное произношение в ряде сложных случаев и
неточное сохранение просодии исходного речевого фрагмента, были следствием проблем
энкодера, обучаемого с помощью модели распознавания речи, и оставались неразрешённы-
ми. Проведённая субъективная оценка восприятия речи показала, что изученный метод
переноса голоса приводит к улучшению качества синтеза и частичному преодолению упомя-
нутых проблем вследствие, вероятно, того, что он в некотором приближении осуществляет
оптимальное решение транспортной задачи между исходным и целевым голосами.
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