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Общая характеристика работы

Актуальность темы. Классификация –– классическая задача ма-
шинного обучения, заключающаяся в предсказании по некоторому фикси-
рованному набору признаков определенного класса, принадлежащего зара-
нее известному списку. В частности, если количество классов равно двум,
то классификация называется бинарной, а если классов больше, то много-
классовой.

Для оценки результатов классификации необходимо сравнить пред-
сказанные классы с истинной разметкой классифицируемой выборки. Для
этого используются различные функционалы, называемые метриками.
Среди них хорошо известны точность, чувствительность, специфичность
и другие1.

Формально под метрикой качества классификации подразумевается
следующий функционал. Пусть n ∈ N –– размер классифицируемой выбор-
ки, а m ≥ 2 –– число классов. Обозначим за C матрицу ошибок, каждый
элемент cij которой является числом элементов выборки, соответствующих
истинной метке i ≤ m и предсказанной метке j ≤ m. Тогда под метрикой
понимается произвольное отображение из множества матриц ошибок в R.
Однако из этого определения не следует, что значение метрики связано с
тем, насколько предсказанная разметка совпадает с истинной.

В работах [2; 3] было показано, что различные метрики сильно отли-
чаются друг от друга, ранжируя результаты классификации по-разному.
Например, в случае сильного дисбаланса размера классов, точность слабо
учитывает ошибки в классах меньших размеров. Как следствие, выбор под-
ходящей метрики является важной задачей, так как именно от нее зависит,
какой из алгоритмов классификации будет считаться наиболее качествен-
ным.

Естественный способ сравнить различные метрики между собой за-
ключается в том, чтобы проверить наличие у них определенных свойств,
называемых аксиомами. В работе [4] некоторые из таких свойств описы-
ваются неформально. Затем, в работе [5] они получают формальное опре-
деление. Так, например, свойство FIX соответствует свойству максималь-
ности и минимальности, SYM –– симметричности, а MON связано со
свойством монотонности. Свойства CON, SDE и WDE не исследуются в
данной работе, так как они определяют поведение метрики в случаях, ко-
гда какие-то из классов пусты, а анализируемые метрики доопределяются
в этих граничных случаях естественным образом.

Другое важное свойство, рассматриваемое в работе [5], –– IMB. Оно
требует, чтобы значение метрики для классификатора, всегда предсказы-
вающего только один из классов, не зависело от размера классифицируе-
мой выборки. Если дополнительно потребовать, чтобы это значение также

1Обзор существующих метрик можно найти в работе [1].
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не зависело от предсказываемого класса, то это свойство будет соответ-
ствовать несмещенности.

Пользуясь предложенными аксиомами, авторы работы [5] сравнива-
ют различные метрики между собой. В частности, они критикуют корре-
ляцию Мэтьюса, хотя, как будет показано далее, при правильном доопре-
делении она является одной из оптимальных метрик.

Данная работа существенно отличается от работы [5]. Во-первых,
здесь рассматривается более обширный список метрик и свойств, а так-
же проверяется справедливость каждого свойства для каждой метрики по
отдельности. Во-вторых, здесь анализируется возможность одновременно-
го выполнения наиболее важных свойств и предлагается новое семейство
метрик, удовлетворяющих большинству из них. Наконец, в этой работе
исследуются различные способы доопределения метрик на случай много-
классовой классификации.

Похожий анализ был проделан в работе [6], где авторы проверяют
некотрые метрики на симметричность и инвариантность относительно
масштаба. Однако такие важные и, как будет показано, наиболее сложные
для проверки свойства, как расстояние, монотонность и несмещенность,
в этой работе не рассматривались вовсе.

Также существует ряд работ, подробно исследующих свойства от-
дельных метрик, например, коэффициента Коэна [7; 8], энтропии матрицы
ошибок [9] или сбалансированной точности [10]. В то же время некоторые
работы посвящены исследованию метрики AUC, равной площади под ROC-
кривой. Например, в работе [11] приведен теоретический анализ того, как
значение AUC соотносится с точностью. В другой работе [12], посвящен-
ной связи AUC и точности, формально вводится понятие согласованности
пары метрик. Стоит отметить, что хотя AUC и является широко исполь-
зуемой метрикой качества классификации, тем не менее ее свойства не
анализируются в данной работе, так как она не является пороговой метри-
кой.

В контексте исследования свойств отдельных метрик авторы рабо-
ты [8] приходят к выводу, что корреляция Мэтьюса является более пред-
почтительной в сравнении с коэффициентом Коэна, так как последний не
удовлетворяет свойству строгой монотонности. В работе [13] предлагается
использовать корреляцию Мэтьюса вместо F-меры и точности. Это пред-
ложение обосновывается практическими соображениями, которые, в итоге,
сводятся к проверке несмещенности. В данной работе доказывается, что
корреляция более предпочтительна по сравнению с F-мерой, точностью
или коэффициентом Коэна, но, в отличие от предыдущих работ, этот вы-
вод является результатом формальной проверки всех упомянутых выше
свойств.

Существуют исследования, посвященные эмпирическому сравнению
различных метрик между собой (см., например, работы [3; 14; 15]). В част-
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ности, в работе [3] фокус сделан на поведении метрик на несбалансирован-
ных по размеру классах. В данной работе также представлены результаты
ряда экспериментов, ранжирующих метрики между собой, в том числе, на
основе свойства согласованности.

Данное исследование отчасти мотивировано работой [16], в которой
проведен систематический анализ метрик, оценивающих результаты кла-
стеризации. В данной работе многие предложенные там свойства пере-
носятся на задачу классификации, а также добавляются новые свойства,
метрики и теоретические результаты. Как было отмечено ранее, некоторые
из рассматриваемых свойств довольно интуитивны и просты для проверки
(например, симметричность, максимальность и минимальность), в то вре-
мя как другие являются довольно сложными. Среди таких свойств стоит
выделить несмещенность, также рассматриваемую ранее в работе [16].

Анализ свойств в совокупности приводит к следующему выводу: не
существует одновременно монотонной и несмещенной метрики, являющей-
ся в то же время и расстоянием. Однако, как показано в данной рабо-
те, отказавшись от свойства расстояния, можно получить новое семейство
метрик, обобщающее корреляцию Мэтьюса и удовлетворяющее всем остав-
шимся свойствам, включая несмещенность. Помимо корреляции это семей-
ство также включает в себя новую метрику, которая получила название
симметричной сбалансированной точности. Эта метрика ранее не исполь-
зовалась в рамках задачи классификации, зато широко применялась при
оценке качества кластеризации, где была известна как мера Сокала––Сни-
са. Также в работе показано, что если вместо расстояния отказаться от
свойства несмещенности, при этом оставив его ослабленный вариант, то
арккосинус корреляции Мэтьюса будет метрикой, удовлетворяющей всем
оставшимся свойствам.

Однако перед тем как измерить качество классификатора, его необхо-
димо построить, то есть выбрать и обучить соответствующий метод клас-
сификации. Для биомедицинских задач особенно важны линейные мето-
ды. С одной стороны, линейные классификаторы не способны выявлять
сложные закономерности, возникающие при работе с большими объемами
данных. С другой стороны, алгоритмы обучения таких классификаторов
менее затратны с точки зрения используемых вычислительных ресурсов.
Однако важнейшим достоинством линейных классификаторов является их
интерпретируемость. Действительно, линейные классификаторы каждому
признаку ставят в соответствие некоторый вес, отражающий его значи-
мость. В результате эта процедура позволяет выделять наиболее важные
признаки, разделяющие классифицируемые группы.

Существует большое количество метрик, удовлетворяющих тем или
иным свойствам, однако среди них точность считается наиболее простой и,
как следствие, часто употребимой в прикладных задачах и, в частности, в
биомедицинских приложениях. Многие тестовые системы, разработанные
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в этой области и основанные на линейных классификаторах, используют
небольшое количество генов–признаков для обнаружения специфических
патологий (см., например, работы [17––19]). В результате пары генов часто
используются в качестве отправной точки для построения классификато-
ров, с ограниченным числом признаков2. С точки зрения биоинформатики
построение таких классификаторов начинается с анализа матриц экспрес-
сии, включающих данные о концентрации тысяч генов в рассматриваемых
образцах. Из этой матрицы выбираются пары генов, на основе экспрес-
сии которых обучаются различные классификаторы. Наконец, на основе
заданной метрики выбираются пары–маркеры, минимизирующие количе-
ство ошибок при классификации.

Однако возникает важный вопрос: действительно ли отобранные
классификаторы отражают различия между классами, или наблюдаемое
(возможно, небольшое) количество ошибок, измеренное той или иной мет-
рикой, обусловлено исключительно тестированием большого числа пар
(эффект множественного тестирования)? В данной работе показывается,
что верхние оценки вероятности почти линейной разделимости (то есть
разделимости с некоторым числом ошибок) могут быть использованы для
ответа на этот вопрос в практических задачах. Кроме того, эта вероятность
связывается с p-значением соответствующего статистического критерия,
что сводит задачу верификации «случайности» линейного классификато-
ра к задаче тестирования гипотезы однородности.

Наиболее качественные классификаторы (то есть оптимизирующие
заданную метрику) часто тестируются на независимом тестовом наборе
данных. В этом случае проблема множественного тестирования не возни-
кает, однако возникает проблема другого рода. Обычно размер тестовых
данных существенно ниже размера данных, на которых проводилось обуче-
ние, что снижает достоверность качества классификации. В данной работе
показывается, что в реальных сценариях даже небольшой тестовой выбор-
ки может быть достаточно для подтверждения статистической значимости
«неслучайности» классификатора.

Формально пусть Y = (Yi, i ≤ k), k ∈ N и Z = (Zi, i ≤ l), l ∈ N ––
две независимые выборки, принадлежащие Rd, d ∈ N. Предположим, что
Y и Z состоят из независимых одинаково распределенных случайных век-
торов, взятых из распределений FY и FZ соответственно. Обозначим за
X = {Xi, i ≤ n} –– объединение этих наборов, где n = k+ l. Предположим,
что Y и Z линейно разделимы, то есть нашелся линейный классифика-
тор, безошибочно разделяющий классы Y и Z. В этом случае естественно
предположить, что FY ̸= FZ . Но какова вероятность события A0, при ко-
тором два набора линейно разделимы при условии, что их распределения
совпадают?

2Такой подход был использован в работе [20].
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Линейная разделимость данных экспрессии генов ранее исследова-
лась в работе [21]. Авторы разработали алгоритм, проверяющий это свой-
ство для любой пары генов за константное время в среднем. Кроме того,
они показали, что количество пар генов, по экспрессии которых можно раз-
делить нормальные и опухолевые образцы, было значительно выше ожи-
даемого.

В сравнении с работой [21], в данной работе задача линейной раздели-
мости обобщается в нескольких направлениях. А именно, рассматриваются
более общие события Am и A≤m =

⋃
i≤m Ai, определяющие почти линей-

ную разделимость ровно с m и не более чем с m ошибками, где m ∈ N, и
устанавливаются верхние оценки вероятности P (A≤m) в двумерном слу-
чае, используя два подхода.

В первом подходе анализируется P (A≤m |X = S) условная вероят-
ность, где S = {xi ∈ R2, i ≤ n} –– множество фиксированных наблюдений.
При условии однородности FY = FZ все Ck

n возможных разбиений S на
классы Y и Z равновероятны. В этом случае устанавливаются верхние
оценки условной вероятности P (A≤m |X = S) и строится условный стати-
стический критерий, предполагающий S фиксированным.

Во втором подходе предлагаются верхние оценки безусловной вероят-
ности P (A≤m) и строится интегральный статистический критерий, пред-
полагающий, что множество S разыграно из некоторого заранее известно-
го класса распределений. Хотя полученные оценки сильно опираются на
результаты работ [22––26], в данной работе предлагается новый статистиче-
ский взгляд на проблему «случайности» линейных классификаторов. Кро-
ме того, здесь устанавливается новая верхняя оценка вероятности P (A≤m)
в случае нормально распределенных выборок, которые представляют осо-
бый интерес в биомедицинских приложениях. Это объясняется тем, что
большинство генов имеет нормальное или логнормальное распределение
уровней экспрессии3.

Также в работе разрабатывается алгоритм, вычисляющий вероятно-
сти P

(
A′

≤m

∣∣X = S
)
и P (A≤m |X = S) для заданного множества S. Собы-

тие A′
≤m отличается от A≤m тем, что, в то время как A≤m контролирует

максимальное число ошибочно классифицируемых точек, A′
≤m характе-

ризует точность классификатора, то есть суммарное число ошибок. По
сравнению с алгоритмом, представленным в работе [21], рассматриваемый
алгоритм применим для многомерных данных, а также в случае почти
линейной разделимости.

Используя синтетические данные, показывается, что полученные
верхние оценки вероятности почти линейной разделимости являются до-
вольно точными в случае нормального распределения. Кроме того, разра-
ботанные статистические критерии применяются к классификаторам, по-
лученным в работе [20]. Эти классификаторы предназначены для обнару-

3Это наблюдение согласуется с работой [27].
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жения рецидива рака молочной железы у ER-положительных пациентов. В
результате подтверждается ключевая роль пары генов ELOVL5 и IGFBP6
в предсказании рецидива, доказывая «неслучайность» соответствующего
классификатора.

В качестве практического применения разработанных методов в дан-
ной работе выбирается задача о предсказании изоформ микроРНК. Мик-
роРНК –– это короткие некодирующие РНК, состоящие в среднем из 22
нуклеотидов, играющие важную роль в регуляции экспрессии матрич-
ных РНК (мРНК, mRNA). А именно, молекулы микроРНК связываются
с мРНК–мишенями, приводя к деградации или подавлению трансляции
последних4. Как следствие, изменения в функциональной активности мик-
роРНК вносят существенный вклад в патогенез множества заболеваний,
включая, например, рак (см. работу [29]), а также вирусные инфекции
(см. работу [30]).

В работе [31] было показано, что в клетках микроРНК присутствуют
в нескольких формах, называемых изоформами (isomiRs). Изоформы од-
ной микроРНК отличаются друг от друга на 1, 2 или 3 нуклеотида на 5′
и/или 3′-концах молекулы.

Один из ключевых факторов, определяющих необходимость изуче-
ния изоформ, заключается в том, что различные изоформы одной и той же
микроРНК могут иметь совершенно разные мРНК–мишени. Действитель-
но, в работах [32––34] было показано, что наличие у мРНК последователь-
ности, обратнокомплиментарной seed региону (seed region) микроРНК ––
нуклеотидам со второго по седьмой, отсчитываемым с 5′-конца молекулы ––
определяет микроРНК–мРНК взаимодействие. Как следствие, смещение
на 1–3 нуклеотида на 5′-конце ведет к изменению последовательности seed
региона, что ведет к изменению репертуара мишеней. Более того, согласно
недавнему исследованию [35], в некоторых тканях человеческого организ-
ма канонические формы большого числа микроРНК не являются наибо-
лее экспрессируемыми (распространенными). Таким образом, 5′-изоформы
необходимо рассматривать как отдельные молекулы с собственным набо-
ром мишеней.

Коротко опишем процесс формирования микроРНК. Зрелые мик-
роРНК образуются из первичных микроРНК (при-микроРНК, pri-miRNA)
шпилек в результате ферментативного расщепления белками Drosha и
Dicer (см. Рисунок 1): Drosha вырезает фланкирующие сегменты (Рису-
нок 1, участки слева от A и C) в ядре, а Dicer отсекает петлю (Рисунок 1,
участок справа от B и D) в цитоплазме5.

Нестабильность позиций расщепления приводит к образованию раз-
личных изоформ микроРНК. Механизмы, определяющие выбор этих по-
зиций, до сих пор окончательно не выяснены. Так, например, в работе [37]

4Описание механизма микроРНК–мРНК взаимодействия представлено в работе [28].
5Процесса формирования молекул микроРНК детально описан в работе [36].
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Рисунок 1 –– Схема шпильки микроРНК (при-микроРНК). Drosha рас-
щепляет фланкирующие сегменты шпильки: 5′-конец 5′-плеча (A) и 3′-
конец 3′-плеча (C). Dicer отсекает петлю: 3′-конец 5′-плеча (B) и 5′-конец

3′-плеча (D)

было показано, что последовательности нуклеотидов вблизи участков рас-
щепления белками Drosha и Dicer существенным образом определяют, бу-
дет ли расщепление стабильным или приведет к возникновению изоформ.
В другой работе [38] было показано, что относительное положение пет-
ли при-микроРНК также влияет на точность расщепления белком Dicer.
Стоит отметить, что эти наблюдения тканеспецифичны, то есть связаны с
конкретными тканями человеческого организма.

В данной работе анализируются экспрессии изоформ микроРНК, ис-
пользуя данные РНК–секвенирования6 (RNA-seq). В частности, исследу-
ется, как различия в экспрессии изоформ микроРНК зависят от типа
рака. На основе полученных результатов строится линейный классифи-
катор, предсказывающий, будет ли расщепление при-микроРНК белком
Dicer приводить к образованию одной зрелой микроРНК или нескольких
изоформ. Используя методы, разработанные во второй главе, полученный
классификатор проверяется на «случайность». Интерпретируя значимые
признаки разработанного классификатора, выявляется и эксперименталь-
но валидируется набор последовательностей нуклеотидов, которые могут
влиять на точность расщепления белком Dicer.

Целью данной работы является разработка методов оценки каче-
ства и верификации линейных классификторов и применение их к задаче
предсказания изоформ микроРНК.

6Данные были собраны в рамках проекта The Cancer Genome Atlas (TCGA, https://
portal.gdc.cancer.go).
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Для достижения поставленной цели было необходимо решить следу-
ющие задачи:

1. Формализовать свойства, которым должны удовлетворять метри-
ки качества классфикации.

2. Проверить непротиворечивость этих свойств и проверить их нали-
чие у популярных метрик классификации.

3. Улучшить верхние оценки вероятности почти линейной раздели-
мости, оценить их точность.

4. Разработать статистический критерий однородности, связанный с
линейной разделимостью, оценить его эффективность.

5. Проанализировать данные экспрессии изоформ микроРНК в раз-
личных опухолевых тканях человека.

6. Разработать линейный классификатор, предсказывающий нали-
чие изоформ по нуклеотидной последовательности микроРНК, и
оценить его качество.

7. Выявить нуклеотидные последовательности, определяющие нали-
чие изоформ.

Теоретическая и практическая значимость. В работе предло-
жен аксиоматический подход к сравнению различных метрик классифи-
кации между собой. В процессе анализа свойств метрик были получены
оценки роста центральных моментов гипергеометрического распределения.
При построении критерия однородности были предложены новые методы
оценки числа разбиений планарного множества прямой на группы задан-
ных размеров с фиксированным числом ошибок, восходящие к разделу
комбинаторной геометрии. Полученные теоретические результаты позво-
ляют ранжировать линейные классификаторы и оценивать их статистиче-
скую значимость.

Построенный при анализе данных секвенирования микроРНК линей-
ный классификатор может быть использован при конструировании синте-
тических РНК–молекул: предсказывая наличие или отсутствие изоформ,
можно добиться более точного воздействия на целевые гены–мишени.

Научная новизна:
1. Впервые были формализованы и проверены свойства метрик ка-

чества классификации.
2. Была доказана теорема об одновременной несовместности рассмат-

риваемых свойств.
3. Был предложен новый класс метрик, удовлетворяющих большин-

ству свойств.
4. Впервые было проверенно сохранение свойств метрик при продол-

жении их на случай многоклассовой классификации.
5. Были получены более точные верхние оценки вероятности почти

линейной разделимости в двумерном случае.
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6. Был разработан и имплементирован критерий однородности, свя-
занный с почти линейной разделимостью, который может быть
использован для верфикации линейных классификаторов.

7. Был построен линейный классификатор, предсказывающий нали-
чие изоформ микроРНК по последовательности нуклеотидов в
районе позиции расщепления.

8. Был обнаружен новый нуклеотидный паттерн, определящий фор-
мирование изоформ.

Методология и методы исследования. При разработке теорети-
ческих результатов работы использовались методы теории вероятностей,
математической статистики, математического анализа и комбинаторной
геометрии.

При реализации алгоритмов использовались методы параллельно-
го программирования. При анализе биомедицинских данных использова-
лись биоинформатические методы, связанные с обработкой данных РНК–
секвенирования.

Основные положения, выносимые на защиту:
1. Сформулированы и формально проверены свойства метрик каче-

ства классификации: точность, сбалансированная точность, сим-
метричная сбалансированная точность и обобщенное среднее удо-
влетворяют наибольшему числу свойств.

2. Формально проверено сохранение свойств метрик при продоложе-
нии их на случай многоклассовой классификации: наибольшее чис-
ло свойств сохраняется при макроусреднении.

3. Доказана теорема о несовместности предложенных свойств: не су-
ществует метрики бинарной классификации, которая одновремен-
но удовлетворяет свойствам монотонности и несмещенности и при
этом является расстоянием.

4. Предложен новый класс метрик, называемый обобщенным сред-
ним, удовлетворяющий почти всем свойствам, за исключением,
свойства быть расстоянием.

5. Получены верхние оценки вероятности почти линейной раздели-
мости в двумерном случае, которые являются более точными по
сравнению с ранее известными оценками: в частности, для незави-
симых одинаково распределенных нормальных выборок размеров
k и l вероятность почти линейной разделимости с не более чем
m ≤ (k + 1) / 2 ошибками оценивается сверху, как

P (A≤m) ≤
√
2n

Cm
k Cm

l

Ck
n

, n = k + l.

6. Построен линейный классификатор, предсказывающий наличие
изоформ микроРНК по нуклеотидной последовательности в рай-
оне позиции расщепления: нуклеотидный мотив AGCU на 5′-конце
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3′-плеча при-микроРНК ассоциирован с отсутствием изоформ, а
CCAG c их образованием.

Достоверность полученных результатов. Математические ут-
верждения, сформулированные в работе, сопровождаются строгими дока-
зательствами. Нуклеотидные паттерны, выявленные при анализе класси-
фикатора, предсказывающего наличие изоформ микроРНК, эксперимен-
тально проверены с помощью трансдукции клеточной линии короткими
шпилечными РНК.

Апробация работы. Основные результаты работы докладывались
на следующих конференциях и научных семинарах.

1. The Thirty–Fifth Annual Conference on Neural Information
Processing Systems, Декабрь, 2021. Тема: «Good classification
measures and how to find them».

2. Armenian Bioinformatics Institute Workshop in collaboration with
HSE University, Апрель, 2021. Тема: «Hairpin sequence and structure
is associated with features of isomiR biogenesis».

3. St. Petersburg Youth Meeting on Probability and Mathematical
Physics, Ноябрь, 2024. Тема: «Statistical verification of linear
classifiers».

4. Новосибирский семинар по прикладной статистике, Октябрь, 2025.
Тема: «Оценка статистической значимости одного классификато-
ра, идентифицирующего ER-положительный рак молочной желе-
зы».

Личный вклад. Все основные результаты диссертации получены
лично соискателем. Научные руководители участвовали в разработке идей
диссертационного исследования, а также занимались руководством его
проведения.

Публикации. Основные результаты по теме диссертации изложены
в 3 печатных изданиях, 2 из которых изданы в научных журналах списка
A, индексируемых Web of Science и Scopus, 1 –– в материалах конференции
списка ACONF.

Содержание работы

Во введении обосновывается актуальность исследований, проводи-
мых в рамках данной диссертационной работы, приводится обзор научной
литературы по изучаемой проблеме, формулируется цель, ставятся задачи
работы, излагается научная новизна и практическая значимость представ-
ляемой работы.

Первая глава посвящена анализу и проверке наличия свойств (см.
Таблицу 2) у популярных метрик классификации (см. Таблицу 1).

В классической постановке задача классификации описывается сле-
дующим образом. Пусть X –– некоторое множество объектов, а Y –– конеч-
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ное множество меток классов. Без ограничения общности можно счтитать,
что Y = {1, 2, . . . ,m}, где m ≥ 2 определяет количество классов. Предпо-
ложим, что существует неизвестное нам отображение f : X → Y. При этом
нам известно обучающее множество {(x1, f(x1)), . . . , (xh, f(xh))} размера
h ∈ N, где xi ∈ X при i ≤ h. Тогда задача классификации заключает-
ся в следующем. Используя обучающее множество, требуется построить
функцию (классификатор) f̂ : X → Y , приближающую функцию f .

Качество приближения принято оценивать на независимой тести-
рующей выборке {(x1, f̂(x1)), . . . , (xn, f̂(xn))} размера n ∈ N, где xi ∈ X
при i ≤ n. Обозначим за A = (f(x1), . . . , f(xn)) истинную разметку, а за
B = (f̂(x1), . . . , f̂(xn)) предсказанную. Определим матрицу ошибок C, как
матрицу, состоящую из элементов

cij =

n∑
k=1

I
{
f(xk) = i, f̂(xk) = j

}
,

соответствующих истинной метке i ≤ m и предсказанной метке j ≤ m.
Тогда под метрикой классификации M понимается отображение из мно-
жества всех возможных матриц ошибок в R, а качество классификатора
характеризует величина M(C).

В случае бинарной классификации число классов m = 2, а c11 –– чис-
ло истинно положительных элементов (TP), c22 –– истинно отрицатель-
ных (TN), c12 –– ложно отрицательных (FN), c21 –– ложно положитель-
ных (FP). Определим

ai =

m∑
j=1

cij , bi =

m∑
j=1

cji, i ≤ m,

суть размеры i-го класса в истинной и предсказанной разметках соответ-
ственно.

Сформулируем свойства, анализируемые в первой главе.

Определение 1. Метрика M удовлетворяет свойству максимальности
(Max), если существует константа cmax такая, что для всех матриц
ошибок C выполняется неравенство M(C) ≤ cmax, причем равенство до-
стигается тогда и только тогда, когда C является диагональной.

Определение 2. Говорят, что метрикаM удовлетворяет свойству ми-
нимальности (Min), если существует константа cmin такая, что для всех
матриц ошибок C выполняется неравенство M(C) ≥ cmin, причем равен-
ство достигается тогда и только тогда, когда диагональ C нулевая.

Определение 3. Метрика M является симметричной (Sym), если для
всех матриц ошибок C выполнено равенство M(C) = M(C⊤).
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Таблица 1 –– Используемые (выше средней линии) и новые (ниже средней
линии) пороговые метрики качества классификации

Метрика Бинарная Многоклассовая

F-мера (Fβ) (1+β2)c11
(1+β2)c11+β2c12+c21

––
Коэффициент Жаккара (J) c11

c11+c12+c21
––

Корреляция Мэтьюса (CC) c11c22−c21c12√
a1a2b1b2

n
∑m

i=1 cii−
∑m

i=1 aibi√
(n2−

∑m
i=1 a2

i )(n2−
∑m

i=1 b2i )

Точность (A)
∑m

i=1 cii
n

Сбалансированная
точность (BA)

1
m

∑m
i=1

cii
ai

Коэффициент Коэна (K) n
∑m

i=1 cii−
∑m

i=1 aibi
n2−

∑m
i=1 aibi

Энтропия ошибок (CE) − 1
2n

∑
i ̸=j

(
cij log2m−2

cij
aj+bj

+ cji log2m−2
cji

aj+bj

)
Симметричная
сбалансированная
точность (SBA)

1
2m

∑m
i=1

(
cii
ai

+ cii
bi

)
Обобщенные средние (GMr) nc11−a1b1

r
√

1
2 (a1a2)r+

1
2 (b1b2)

r
––

Корреляционное
расстояние (CD)

1
π arccos(CC)

Определение 4. Говорят, что метрика M симметрична относительно
классов (CSym), если для любой перестановки σ классов {1, . . . ,m} и любой
матрицы ошибок C выполнено равенство M(C) = M(C̃), где C̃ определя-
ется своими элементами c̃ij = cσ(i),σ(j).

Определение 5. Будем говорить, что метрика классификации являет-
ся расстоянием (Dist), если она может быть линейно преобразована в
расстояние.

Определение 6. Пусть C –– матрица ошибок, ни одна из строк или
столбцов которой не равна в сумме n. При i ̸= j определим (i, j)-замену
матрицы C, как замену, уменьшающую элемент cij на 1 и увеличива-
ющую один из элементов cii или cjj на 1. Пусть C̃ –– другая матрица
ошибок, полученная из C путём (i, j)-замены. Будем называть метрику
M монотонной (Mon), если для любых таких C и C̃ выполнено неравенство
M(C) < M(C̃).

Определение 7. Пусть снова C и C̃ –– матрицы ошибок, такие что C̃
получена из C путем увеличения диагонального элемента или уменьшения
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внедиагонального элемента. Пусть также ни одна строка или столбец
C не равна в сумме n, a C и C̃ не являются одновременно диагональными
или нулевыми. МетрикаM является строго монотонной (SMon), если для
любых таких матриц выполнено неравенство M(C) < M(C̃).

Определение 8. Метрика M является несмещенной (CB), если суще-
ствует константа cbas, не зависящая от размера выборки n, такая,
что для любой истинной разметки A и невырожденных размеров классов
b1, . . . , bm случайной разметки B ∼ U(b1, . . . , bm) выполняется равенство
EM(A,B) = cbas.

Определение 9. Пусть a1, . . . , an –– произвольные размеры классов ис-
тинной разметки, а b1, . . . , bn –– произвольные невырожденные размеры
классов предсказанной разметки. Рассмотрим матрицу C с элемента-
ми cij = aibj / n. Если для произвольной такой матрицы C выполняется
равенство M(C) = cbas, где cbas –– некоторая константа, не зависящая от
размера выборки n, то будем говорить, что метрика M удовлетворяет
свойству несмещенности нулевого порядка (ACB).

Таблица 2 –– Свойства метрик классификации

Метрика Max Min CSym Sym Dist Mon SMon CB ACB
F∗
β 3 7 7 3 7 3 7 7 7

J∗ 3 7 7 3 3 3 7 7 7
CC 3 3/7 3 3 7 3/7 3/7 3 3
A 3 3 3 3 3 3 3 7 7
BA 3 3 3 7 7 3 3 3 3
K 3 7 3 3 7 3/7 7 3 3
CE 3 7 3 3 7 7 7 7 7

SBA 3 3 3 3 7 3 3 3 3
GM∗

r 3 3 3 3 7 3 3 3 3
CD 3 3/7 3 3 3 3/7 3/7 7 3

Cимвол 3 означает, что конкретное свойство выполнено, a 7 –– нет.
Символ 3/7 означает, что свойство выполнено для бинарной класси-
фикации, а для многоклассовой –– нет. Cимвол ∗ означает, что метрика
определена только для бинарного случая.

Также в первой главе обсуждается, какие из анализируемых свойств
сохраняются при различных типах продолжения (микро-, макро- и взве-
шенное) бинарной метрики на случай многоклассовой классификации (см.
Таблицу 3).
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При микроусреднении (micro averaging) все бинарные матрицы оши-
бок суммируются, a значение метрики вычисляется как

M

(
m∑
i=1

cii, n−
m∑
i=1

cii, n−
m∑
i=1

cii, n(m− 2) +

m∑
i=1

cii

)
.

При макроусреднении (macro averaging) значении метрики вычисля-
ется как

1

m

m∑
i=1

M(cii, ai − cii, bi − cii, n− ai − bi + cii),

что соответсвует усреднению значений метрики на полученных m бинар-
ных матрицах ошибок.

В отличие от макроусреднения, при взвешенном усреднении (weighted
averaging) учитываются размеры истинных классов, то есть вычисляется
значение

1

n

m∑
i=1

aiM(cii, ai − cii, bi − cii, n− ai − bi + cii).

Таблица 3 –– Сохранение свойств метрик классификации при усреднениях

Усреднение Max Min CSym Sym Dist Mon SMon CB ACB
Микро 3 7 3 3 3 3 7 7 7
Макро 3 7 3 3 3 3 7 3 3
Взвешенное 3 7 3 7 7 3 7 3 3

В первой главе доказывается теорема об одновременной несовместно-
сти рассматриваемых свойств.

Теорема 1. Не существует метрики бинарной классификации, которая
одновременно удовлетворяет свойствам монотонности и несмещенности
и при этом является расстоянием.

В этом контексте вводится новый класс метрик, включающий в себя
корреляцию Мэтьюса и симметрично сбалансированную точность и удо-
влетворяющий всем свойствам, кроме расстояния. Также здесь доказыва-
ется, что если взять арккосинус от корреляции Мэтьюса, то результирую-
щая метрика будет удовлетворять всем свойствам, кроме свойства несме-
щенности7.

Вторая глава посвящена верификации качества линейных класси-
фикаторов, зависящих от двух признаков. В ней вопрос о достоверности

7Результаты, изложенные в первой главе, опубликованы в работе [A1].
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значения точности или другой метрики, измеренной для заданного клас-
сификатора, сводится к нахождению вероятности почти линейной разде-
лимости двух выборок на плоскости. Нами получена верхняя оценка веро-
ятности при условии, что точки выборки фиксированы.

Пусть S = {xi, i ≤ n} –– множество из n > 0 точек, находящихся в
общем положении в R2. Рассмотрим случайное разбиение S на два непере-
секающихся подмножества Y и Z, заданных размеров k > 0 и l = n−k > 0
соответственно, где k ≤ l. При фиксированном S все такие разбиения рав-
новероятны и возникают с вероятностью 1 /Ck

n.

Определение 10. Подмножества Y и Z называются почти линейно раз-
делимыми с m ошибками, если существует полуплоскость H+, такая
что |H+ ∩ Y | = k − mY , |H− ∩ Z| = l − mZ и max(mY ,mZ) = m, где
H− = R2 \ H+. Если mY + mZ = m, то подмножества называются по-
чти разделимыми с точностью m. Если H+ является верхней полуплос-
костью, граничащей с направленной прямой (лучом) ℓ, то ℓ называется
почти разделяющей прямой.

Обозначим за Am событие, что Y и Z являются почти линейно раз-
делимыми с m ошибками.

Лемма 1. Пусть A≤m =
⋃

h≤m Ah. Тогда для k ≥ 2m − 1 выполнено
неравенство

P (A≤m |X = S) ≤ Cm
k Cm

l P (A0 |X = S) .

Обозначим за A′
m событие, что Y и Z разделимы с точностью m.

Лемма 2. Пусть A′
≤m =

⋃
h≤m A′

h, и Pn,k
m = maxS P (A′

m |X = S). Тогда

P
(
A′

≤m

∣∣X = S
)
≤
∑
h≤m

Cm
n Ch

m Pn−m,k−h
0 .

Воспользуемся обозначением Pm = P (A≤m |X = S), опуская зависи-
мость от S.

Теорема 2. Пусть S –– множество точек общего положения, принадле-
жащих плоскости. Тогда в предыдущих обозначениях вероятность ли-
нейной разделимости оценивается сверху с помощью неравенства

P0 ≤ max
(
6.3n

3
√
k, 103n / 8

)
/Ck

n.
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Затем во второй главе рассматривается случай, когда выборки разыг-
раны из некоторого класса расспределений, включающего нормальное.
Теорема 3. C1) Пусть {Xi, i ≤ n} –– это независимые одинаково распре-
деленные случайные точки на плоскости, имеющие проективно непрерыв-
ное распределение (то есть распределение проекции элемента выборки X
на любое направление непрерывно). Тогда

P (A0) = klE
(
Rk−1(1− R)l−1

)
, (1)

где R –– вероятность события, что X1 лежит выше прямой, проходящей
через точки X2 и X3.
C2) При условии C1 выполнено неравенство

P (A0) ≤ 10n
4
√
k /Ck

n. (2)
C3) Дополнительно предположим, что {Xi, i ≤ n} имеют сферически
симметричное распределение (то есть распределение выборки не меняется
при любом ортогональном преобразовании, не меняющем ориентации).
Тогда

P (A0) ≤
8n

π
/Ck

n. (3)

C4) Наконец, пусть {Xi, i ≤ n} распределены нормально N (µ,Σ), где
µ ∈ R2, а Σ –– невырожденная матрица ковариации. Тогда

P (A0) ≤
√
2n /Ck

n. (4)

Наконец, в этой главе описан переборный алгоритм, вычисляющий
точную вероятность разделимости для заданного набора точек. С исполь-
зованием этого алгоритма оценивается мощность статистического крите-
рия однородности, основанного на подсчете числа ошибок, возникающих в
результате работы классификатора8.

Третья глава носит практический характер и посвящена предсказа-
нию формирования изоформ микроРНК. В этой главе описывается класси-
фикатор, получающий на вход последовательность нуклеотидов в районе
позиции расщепления микроРНК и предсказывающий, будет ли расщеп-
ление точным или возникнут изоформы (см. Рисунок 2).

Методы, разработанные в предыдущих главах, используются для
оценки качества и статистической значимости полученного классифика-
тора: точность полученного классификатора составила 0.71, а p-значение
линейного критерия однородности оказалось ниже 0.05 уровня.

Наконец, при анализе свойств классификатора, выделяются нуклео-
тидные мотивы, влияющие на формирование изоформ микроРНК: нуклео-
тидный мотив AGCU на 5′-конце 3′-плеча при-микроРНК был ассоцииро-
ван с отсутствием изоформ, а CCAG –– с их образованием9.

8Результаты, изложенные во второй главе, опубликованы в работе [A2].
9Результаты, изложенные в третьей главе, опубликованы в работах [A3].
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а) PC4 для гомогенных и
гетерогенных микроРНК

б) ROC-кривая для линейного
классификатора на основе PC4

в) Отличия гомогенных и гетерогенных микроРНК на 5′-конце
3′-плеча

Рисунок 2 –– Линейный классификатор, отличающий гомогенное и гетеро-
генное расщепление на 5′-конце 3′-плеча по последовательности нуклеоти-

дов в районе позиции расщепления микроРНК

Заключение

Молекулы микроРНК играют важную регуляторную роль в клетке,
связываясь с мРНК и подавляя их экспрессию. Известно, что при фор-
мировании микроРНК могут образовываться изоформы, обладающие со-
вершенно отличным от канонической формы профилем мРНК–мишеней.
Поэтому исследования, изучающие механизмы и причины формирования
изоформ крайне актуальны и востребованы.

Полученные в этом направлении результаты имеют существенное
значение. Действительно, впервые было показано, что наличие изоформ
заданной микроРНК не тканеспецфично, то есть существует общий меха-
низм формирования изоформ. Как следствие, было выделено несколько
коротких нуклеотидных мотивов, с высокой точностью определяющих на-
личие изоформ в области активности Dicer фермента на 5′-конце 3′-плеча
микроРНК: мотив AGCU ассоциирован с отсутствием изоформ, а CCAG ––
с их образованием. В том числе на основе этих мотивов был построен ли-
нейный классификатор, предсказывающий наличие изоформ.
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В работе большое внимание уделено разработке теоретических мето-
дов оценки качества и статистической значимости линейных классифика-
торов, которые, в частности, были применены для анализа разработанного
классификатора. Был предложен подход для сравнения различных метрик
классификации между собой на основе проверки определенных свойств, на-
зываемых аксиомами. Впервые было показано, что наиболее естественные
из рассматриваемых свойств несовместны, то есть не существует «идеаль-
ного» способа измерить качество классификации. Был предложен крите-
рий однородности, определяющий статистическую значимость линейного
классификатора на основе его точности. Результатом применения разрабо-
танных теоретических методов стало подтверждение статистической зна-
чимости классификатора изоформ микроРНК и его корректное сравнение
с предыдущими тест–системами: его точность составила 0.71, а p-значение
линейного критерия однородности оказалось ниже 0.05 уровня.

Все теоретические утверждения работы снабжены строгими матема-
тическими доказательствами, а практические результаты подтверждаются
в том числе и экспериментально: обнаруженные мотивы гетерогенного рас-
щепления валидируются с помощью трансдукции клеточной линии MDA-
MB-231 короткими шпилечными РНК, обрабатывающимися ферментами
Drosha и Dicer по тому же механизму, что и эндогенные микроРНК.
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